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1 Uvod

V stcasnosti mame moznost' vidiet ako pocitace preberaji mnohé ulohy a prace, ktoré
donedédvna vykonaval ¢lovek sdm. Priemyselné odvetvia prechddzaji procesom automatizacie
a tento proces sa nevyhol ani odvetviu telekomunikacii. Bezne v telekomunikéaciach sa
stretavame so syntézou l'udskej reci a ked’ze nastava neustaly pokrok aj v tejto oblasti,
dokazeme s pocitatmi komunikovat. Je nevyhnutné, aby informacie takymto spdsobom
sprostredkované a ziskané, boli zrozumitel'né, mali ¢o najvyssiu vypovedni hodnotu a boli
pre ¢loveka uzito¢né. Hlavna Cast’ tychto informacii ma formu prirodzeného jazyka.

Pod pojmom prirodzeny jazyk rozumieme prostriedok, ktory vymysleli 'udia, nasi predkovia,
za uCelom dorozumievania sa medzi sebou. Prirodzeny jazyk sluzil a aj slazi 'udom na
budovanie arozvoj T'udskej spolocnosti. V evolicii l'udstva moézZzeme zaznamenat rdzny
sposob komunikacie medzi 'ud'mi a r6znu stavbu konkrétneho jazyka. Kazdy narod ma svoj
jazyk, ktory najlepsie vystihuje ich sposob komunikacie, vyjadrenie pocitov a myslienok. Niet
preto pochyb, ze spracovanie a porozumenie iného jazyka, ako toho svojho, je pre Cloveka
narocné.

Spracovanie prirodzeného jazyka (NLP) sa stalo jednym z hlavnych problémov pri vymene
informécii s pocitacom. Rychly rozvoj vypoctovej techniky vyrazne urychlil rieSenie
problémov spojené s tymto spracovanim. Pocitacové systémy prirodzené¢ho jazyka musia
prevadzat’ vhodnym sposobom informacie z pocitacovych databaz do prirodzeného jazyka
pouzivaného I'ud’'mi, ¢o je vel'mi ndrocny proces. Morfologicky model re¢i musi byt’ schopny
generovat’ gramaticky spravne vety. Zna¢né problémy sposobuje flektivnost jazyka
(mnohotvarost’), ktora sa do umelej inteligencie tazko implementuje. Inteligentné spracovanie
jazyka je zalozené na vede nazyvanej vypoctova lingvistika.

Syntéza reci tiez predstavuje dolezitii oblast” vyskumu problematiky spracovania reCového
signalu. Syntéza l'udskej rec¢i je proces, pri ktorom sa umelo vytvara re¢, najCastejSie
pocitacom. Je viacero dovodov preco je syntéza 'udskej re¢i v dnesnej dobe potrebna:

e re¢ je najprirodzenejSou formou l'udskej komunikacie a v budiicnosti aj medzi clovekom

a pocitaom

e vo viacerych odvetviach sa na zefektivnenie prace vyuzivaji reCové syntetizatory

e nevyhnutnd pomocka pre I'udi so zrakovym postihnutim

e rozne telekomunikacné sluzby, pre pristupovanie k idajom pomocou telefonneho

pristroja, r6zne dialogové systémy

2 Prehlad su¢asného stavu problematiky
2.1 Kontextova analyza

Kontextova analyza textu je jednym z dolezitych nastrojov na predspracovanie textu
V procese syntézy reci. Kontextovy rozbor zistuje, aky vztah maju frazy vo vete na veci,
objekty zo skutoéného sveta. Znamena to parovat a priradovat frazy z jazyka k tymto
objektom, resp. zIU¢it’ a zjednotit’ tie frazy a Casti jazyka, ktoré sa vztahuja a urcuju ten isty
vonkajsi objekt [13].V zasade sa v programoch pouzivaju hlavne dva pristupy rieSenia a to
modely zalozené na pravdepodobnosti a deterministické modely.



2.1.1 Pristupy k analyze textu

Statisticky pristup k analyze textu

Pri Statistickom pristupe sa jazykova analyza kontextu textu chépe ako identifikacia, t.j.
urCenie identifikatora (vektora pojmov), obsahu dokumentu. Pri tomto pristupe mozno
formulovat nasledujuce hlavné body analyzy:

e urcenie neplnovyznamovych slov, tzv. stop-slova (angl. stop-words) - plnia len
syntaktické funkcie. Tieto slova mozno vylucit’ z d’al$ej analyzy [3].

e urcenie synonymnych slov — rovnozna¢nych ale nerovnozvucnych vyrazov v texte.
Slova s odlisnou formou a rovnakym alebo podobnym vyznamom (napr. kniha,
publikacia) by sa mali reprezentovat’ tym istym termom. Na identifikaciu podobnosti
vyznamov nepostacuje skiimanie na urovni morfoldgie ani syntaxe, potrebnd je
slovotvorna, sémanticka a pragmaticka analyza [7].

e urcenie homonymnych slov — rovnozvuénych ale nerovnozna¢nych vyrazov v texte.
Slova s nahodne totoznou formou a s réznym vyznamom (napr. jazyk [rec] vs. jazyk [v
ustach] vs. jazyk [na topanke], akcia [¢innost’] vs. akcia [cenny papier], kurz [jazykovy]
vs. kurz [meny]) by sa mali podl'a kontextu rozliSit' a reprezentovat’ vzajomne rdoznymi
termami. Na rozliSenie homonymnych slov je treba uskutoénit’ syntakticku a sémanticka
analyzu textu [7].

e hPadanie anaforickych referencii, odvolavok vtexte pomocou zdmen alebo
presupozicie. Urcenie takychto kontextovych ¢ft je pri spracovani textu pomerne tazkeé
zachytit’ [14]. V texte sa pomerne Casto vyskytuju konstrukcie obsahujice odkazy na
objekty z predchadzajiiceho alebo nasledujuceho kontextu. Tieto odkazy sa vécSinou,
hoci nie vylu¢ne, realizuji pomocou zdmen. Napriklad vo vete ,,Znalosti programatorov
by vo firme ostali aj po ich odchode.” zameno ich odkazuje na programdtorov. To vsak
znamena, ze vektor termov pre tuto vetu by namiesto lemy zamena ich, teda tvaru on, mal
obsahovat’ dvakrat substantivum programdtor. Priradit’ zamenu prislusna frazu alebo
objekt, na ktory sa toto zdmeno odkazuje, vSak vyZaduje komplexnu syntakticku a
sémantickll analyzu textu.

e urcenie kl'a¢ového slova, ktoré nie je obsiahnuté V spracovavanom texte, avSak je
mozné ho identifikovat’ pomocou istych deduktivnych a inferen¢nych nastrojov, patri tiez
medzi zloziti lohu kontextovej analyzy.

e Frazy, viacslovné ustilené pomenovania. Slovné spojenia so Specifickym vyznamom,
napriklad Technicka univerzita v KosSiciach, manazment znalosti, expertny systéem, a
podobne. Maji charakter samostatnych terminov. Ich celkovy vyznam je iny ako
vyznamy slov, z ktorych sa tieto terminy skladaji. Bolo by teda vhodné, aby sa ustalené
viacslovné pomenovania reprezentovali jednym viacslovhym termom. Identifikécia
viacslovnych pomenovani v texte, vratane prisluSnych gramatickych modifikécii,
predpokladd integrovanu morfologicku a syntaktick analyzu.

Statisticky pristup k jazykovej analyze si nezakladd na lingvisticky spravnom opisovani
jazykovych vztahov medzi jednotlivymi ¢lenmi v texte. Na druhej strane pontika pomerne
rychlu operéciu a spracovanie vel’kého objemu dokumentov, tidajov a textov.



Kontextové spracovanie textu

Kontext mozno definovat’ ako vyznamovl stvislost’ medzi formalne autonémnymi Castami
textu, napriklad medzi prave skiimanou vypoved’ou a vypoved’ami, ktoré ju obklopuju.
Mozno to formulovat’ aj tak, ze vyznam Casti textu (povedzme jednej vypovede, moze to vsak
byt’ aj slovo, slovné spojenie, odsek atd’.) nie je apriérny, okrem lexikalneho vyznamu zéavisi
aj od jazykového okolia tejto ¢asti. Kontextové spracovanie sa vyvijalo paralelne s klasickym
pristupom. Dlhut dobu sa nevyuzivalo v praxi v takej miere ako klasicky pristup [15].

Linguisticky pristup k analyze textu

Tento pristup sa kvalitativne 1iSi od oboch predchadzajtcich. V [17] je popisany ako prevod
textového useku (napr. vypovede, vety, odseku dokumentu a pod.) z povrchovej do hibkovej
Struktary pri¢om je vyuzité maximalne mnozstvo poznatkov lingvistického opisu a so snahou
o &o najiplnejiie modelovanie systému prirodzeného jazyka. Casové naroky nie si
rozhodujuce a prednostné. Doraz je kladeny na presnost’ a uplnost’ analyzy.

2.1.2 Nastroje a metodiky pouzivané pri analyze textu

Metédy uréovania kI'a¢ovych slov

Prvé postupy na spracovanie prirodzeného jazyka a extrakcie kontextu ztextu mali
prezenta¢nu Strukturu vhodnti pre prislusné klasifikaéné algoritmy. Tieto si najcastejSie
zaloZené na viacrozmernej analyze, ktora na vstupe predpokladé idajovi m— rozmernu maticu
pozorovani na n objektoch [26]. Objektami st v tomto pripade jednotlivé textové dokumenty
v skiimanom subore (korpuse). Pozorovania su vahy jednotlivych kl'u¢ovych slov (resp.
termov; angl. keywords, resp. terms) v texte kazdého z dokumentov. Vyjadruji hodnoty
tychto charakteristickych znakov, resp. premennych, pozorovanych na textovych
dokumentoch [7].

Eliminacia neplnyznamovych slov

Po tokenizacii textu si vSetky identifikované tokeny kandidatmi na termy vektorového
modelu, ktory reprezentuje text. Termy (klI'aCové slova), ktoré tvoria tento vektor, by mali ¢o
najpresnejSie vyjadrovat’ obsah textu. Po procese tokenizacie je tychto termov vela a pre
d’alSie efektivne spracovanie je nutné napr. na zdklade klasifikacnych algoritmov pocet
termov znizit. Preto je nutné eliminovat termy s nizkym alebo ziadnym prispevkom k obsahu
textu. Vo vSeobecnosti sa predpoklada, Ze hlavnymi nositelmi obsahu textu su
plnovyznamové slova, predovsetkym substantiva a adjektiva. Lematizované tokeny z tychto
slov su vhodny kandidati na reprezentaciu obsahu textu v podobe termov. Naopak, pri
neplnovyznamovych slovach sa nepredpokladd ziadny prinos k obsahu textu — tvoria ich
spojky, predlozky, zdmen4, Castice. Su to tzv. stop-slova, ktoré sa v texte vyskytuju s vac¢Sou
frekvenciou, avSak nedavaju ziadnu informaciu o vyslednom obsahu textu. Tokeny, ktoré
vznikli z tychto neplnovyznamovych slov je nutné vylucit' zo zoznamu termov [29], [30].

Zvicsa sa pri odstraiiovani stop-slov pouzivaju nasledujiuce dve techniky:

e pouzitie negativneho slovnika — ru€ne zostaveny zoznam neplnovyznamovych slov
vV podobe slovnika. Z tokenizovaného textu sa odstrania tokeny nachadzajuce sa v tomto
slovniku a vo vektore termov textu uz nebudll vystupovat’. Efektivita a u¢innost’ tohto
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postupu zavisi od Uplnosti a obsahu negativneho slovnika. Nevyhodou pouzitia tohto
slovniku je, Ze je zavisly na jazyku a je mozné ho aplikovat’ len na jeden jazyk

e automaticky spésob — na zaklade frekvencii vyskytu tokenov v texte. Eliminuju sa iba tie

tokeny, ktoré sa v spracovavanom texte nachadzaju s prili§ velkou a aj prili§ malou

frekvenciou. Podl'a [31] maji najvacsiu vahu a prinos k obsahu slova, ktorych vyskyt sa

N N

Vv celom korpuse textov nachddza medzi intervalom (E’ o

v celom Kkorpuse. Tento spdsob je pouzitelny pre vacSinu jazykov, v praxi vSak vykazuje
slabsie vysledky ako prvy pristup. Optimalne vysledky sa dosahuju kombinaciou obidvoch
pristupov [7].

), kde N je pocet textov

Vahovanie a normovanie termov

Po identifikacii a lematizovani termov V texte je potrebné ohodnotit’ délezitost’ tychto termov,
vramci tohto textu, ale aj celého textového korpusu. Vahovacie a normovacie techniky
umoznuju ohodnotenie termov a tym padom zvySuju efektivnost na dalSiu pracu s tymto
textom, t.j. klasifik4ciu a extrakciu d’alSich informacii.

Pod vahovanim rozumieme upravu frekvencie vyskytu vsetkych termov v celom
spracovavanom textovom korpuse. Toto vahovanie podl'a [32] prebieha v dvoch rovinach.

o lokalne vahovanie — vahovanie na zaklade frekvencie vyskytov v danom texte L(k,, d;),
kde k; je t-ty term v i-tom texte d;.

e globalne vahovanie — vahovanie na zaklade frekvencie vyskytov t-teho termu v celom
korpuse G (k;)

Potom vahovana frekvencia vyskytu t-teho termu k;, vtexte d; je dana su¢inom lokalnej
a globalnej vahy:

wie = L(ky, d;) X G (k¢)
2.2 Kategorizicia textu

Ulohou kategorizacie textov je najst aproximaciu neznamej funkcie ¢:D X C —
{true, false}, kde D je mnozina textov a C = {cl,cz, ...C|C|} je mnozina preddefinovanych
kategorii. Funkcia ¢ nadobuda pre (d;, c;) hodnotu true ak text d; patri do kategorie c;.
Hrl'adana funkcia ¢: D X C — {true, false}, ktora aproximuje ¢ sa oznacuje ako klasifikator.
Medzi aplikacie kategorizacie textov patri kategorizovanie nahovorenych textov v kombinacii
s rozpoznavanim reci, klasifikovanie multimedidlnych dokumentov podla textovych titulkov,
alebo identifikovanie autora a zanru literarnych textov. Kategorizaciu textov je d’alej mozné
vyuzit’ aj pri lingvistickom spracovani prirodzeného jazyka (NLP) napr. pre urcenie vyznamu
slov v texte, morfologické znackovanie, alebo identifikovanie fraz.

2.2.1 Metody klasifikacie textov

Naivny Bayesov klasifikator

Naivny Bayesov Klasifikator patri medzi pravdepodobnostné modely, ktoré klasifikuju nové
texty na zdklade podmienenej pravdepodobnosti P(c;|d), tj. pravdepodobnosti, ze text d ma
byt zaradeny do kategorie Cj. Pri uceni klasifikatora je na vstupe trénovacia mnozina



dokumentov D = {d;, ...d|p|}, ktoré su klasifikované do mnoziny tried C = {cy,...c|c|}.

Kazdy z textov d; je reprezentovany ako postupnost’ termov, ktoré sa vyskytli v dokumente
d;i = (ti1, -, tija)), Kde |d| je dizka textu d; [36].

Na zaklade trénovacej mnoziny D nie je mozné urcit' odhad podmienenej pravdepodobnosti
P(cj|d) pre neznamy dokument d priamo. Je vSak moZné priamo ur€it’ pravdepodobnost’
kategoérie P(Cj) a pravdepodobnost’ vyskytu termu t v dokumente za predpokladu, ze
dokument patri do kategorie Cj, t.j. P(t|c;). Naivny Bayesov klasifikator vyuziva odhad tychto
pravdepodobnosti urCenych podla trénovacej mnoziny dokumentov pre urcenie
pravdepodobnosti P(cj|d). V prvom kroku je potrebné skombinovat pravdepodobnosti
P(t|c;) jednotlivych termov vyskytujucich sa v dokumente tak, aby sa ziskal odhad
pravdepodobnosti P(d|c;) pre cely dokument. Za predpokladu, Ze kazdy term sa vyskytuje v
dokumente Statisticky nezéavisle od ostatnych termov je mozné urcit’ P(d|c;) ako sucin:

|d|

Pdlg) = [ [pceie)
i=1

Pravdepodobnost’ P(¢;j|d) je potom urcena z P(d|c;) podl'a Bayesovho pravidla:

P(cj)P(d|cj
P(g]d) =22l

Ak mé byt dokument klasifikovany iba do jednej triedy, na zdklade Bayesovho pravidla sa
vyberie trieda, pre ktoru je pravdepodobnost’ P(cj|d) maximalna. Pravdepodobnost’ P(d) je
mozné v tomto pripade vynechat, ked’Zze neovplyviiuje rozhodovanie podla maximalnej
hodnoty P(cj|d). Pre viacnasobnt klasifikaciu je dokument zaradeny do triedy c;, ak

pravdepodobnost’ P(cj |d) prekroc¢i zvolenu prahova hodnotu, napr. 0,5.

K-najblizSich susedov

Ucenie klasifikatorov zalozenych na pravidle k—najblizsich susedov je jednoduché — pri uceni
sa odpamitaju vSetky trénovacie priklady z D. Pri klasifikacii nového dokumentu sa podla
metriky alebo funkcie podobnosti uré¢i k najblizSich (najpodobnejsich) dokumentov z D a
klasifikator zaradi novy dokument do triedy uréenej podl'a klasifikacie susedov [37], [38].

NajddlezitejSou Castou algoritmu je metrika na meranie vzdialenosti vo vektorovom priestore
dokumentov, resp. funkcia podobnosti. KedZe dokumenty su reprezentované ako redlne
vektory, je mozné pouzit Euklidovskil metriku, ale vyznamovej podobnosti dokumentov
lepSie zodpoveda kosinusova funkcia podobnosti. Je mozné pouzit’ aj d’alSie podobné funkcie
navrhnuté pre vyhl'adavanie informécii, kde funkcia podobnosti urcuje skore dokumentu voci

dopytu.

V pripade, Ze mé byt priklad klasifikovany iba do jednej triedy, vyberie sa najCastejSie sa
vyskytujuca trieda. Okrem toho moze byt ,,hlasovanie* jednotlivych susedov vazené podla
ich vzdialenosti voci klasifikovanému dokumentu, t.j. trieda najblizSieho suseda ma najvacsiu
vahu atd’. Ak je potrebné klasifikovat dokumenty do viacerych tried, urci sa celkové skore
(suma pre vSetkych susedov) pre kazdu triedu cj a ak je skore vécSie ako zvolend prahova
hodnota priklad sa zaradi do c;.

Support Vector Machines
SVM je metoda strojového ucenia. Klasifikdcia SVM hl'add rovinu, ktord v priestore

priznakov optimalne rozdel'uje trénované data. Optimalne navrhnutd rovina je taka, Ze body
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lezia v opacnych polopriestoroch a hodnota najmensej vzdialenosti bodov od roviny je ¢o

-----

popis roviny stacia len najblizSie body, ktorych je obvykle malo [39], [40]. Tieto body sa
nazyvaju podporné vektory, angl. support vectors, z nich pochadza ndzov metody.
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Obrazok 2.1-Z hl'adiska optimalnosti r6zne navrhnuté roviny polopriestorov pri metdéde SVM
Rozhodovacie stromy a pravidla

Priklad rozhodovacieho stromu je uvedeny nizsie. Kazdy nelistovy uzol stromu je oznaceny
testom, ktory rozdel'uje dokumenty podl'a vyskytu jedného termu. Listové uzly st oznaené
priradenim triedy. Klasifikdcia prebieha rekurzivne od koreniového uzla, zvolenim vetvy
podla testu az pokial’ sa nedosiahne listovy uzol, t.j. pre uvedeny priklad su dokumenty
zaradené do triedy SPORT ak obsahuji term ,,$port” a zarovei obsahuju term ,.futbal” alebo
,hokej”. Rozhodovacie stromy st ur¢ené metddou "zhora nadol" [41]. Pociatoény strom je
tvoreny iba jednym uzlom, ktory pokryva vSetky trénovacie dokumenty. Ak nastane pripad,
ze vSetky priklady pokryté danym uzlom maju rovnaku triedu, delenie mnoZiny dokumentov
nie je potrebné a uzol sa oznaci ako listovy. Inak algoritmus priradi uzlu logicky test, ktory
rozdeli priklady na disjunktné podmnoziny, pre ktoré sa vytvoria nové uzly stromu. Cely
proces sa potom rekurzivne opakuje na novych potomkoch, aZ pokial’ sa nedosiahne uplné
oddelenie prikladov jednotlivych tried.

— SPORT

futbal < futbal

SPORT

SPORT — SPORT
Obrazok 2.2-Rozhodovaci strom a pravidla — trieda SPORT



Statistické metody klasifikacie

Pri Statistickych metodach klasifikacie prebieha na zaciatku proces trénovania kategorii,
ktorymi budeme schopni v testovacom procese spracovavany text klasifikovat. Pri procese
trénovania prebicha generovanie a zber Statistickych dat ztrénovanej databdzy textov,
najCastejSie pocetnosti slov alebo ich casti, kI'icovych slov, N-gramov atd’. Pri procese
kategorizacie sa z kategorizovaného textu extrahuju rovnaké Statistické data atieto sa
porovnavaju s uz dosiahnutymi z procesu trénovania [42], [43], [44]. Na zaklade tohto
porovnania a vyhodnotenia vieme prehlasit nakolko sa kategorizovany text svojimi
parametrami podoba parametrom natrénovanych kategorii. Dalsia ¢ast’ tejto prace sa bude
venovat’ prave tomuto typu klasifikacie a kategorizacie textovych dokumentov.

3 Ciele prace

Z predchadzajucej analyzy a opisu sucasného stavu boli vyty¢ené nasledovné ciele prace:

e Vytvorenie metodiky na tvorbu doménovych profilov pre textovu kategorizaciu

e Vytvorenie metodiky na porovnavanie doménovych profilov natrénovanim
z dostupného korpusu zalozenej na normovani pocetnosti

e Vytvorenie metodiky na porovnavanie doménovych profilov natrénovanim
Z dostupného korpusu zalozZenej na absolltnej pocetnosti

e Volba vhodnej metodiky porovnania profilov na zaklade hranice dizky testovanych
textov vzh'adom na maximalizovanie miery spravneho urcenia kategorie textu (CCR).

4 Kategorizacia textu

Stcastou kvalitného systému syntézy reci je blok vysSej syntézy reci. Tato Cast’ sa zaobera
syntetizovanym textom, spractiva ho a vykonava sa jeho predspracovanie za tc¢elom ziskania
a vydolovania uzito¢nej informdcie z tohto textu. Do tejto Casti patri aj oblast’ kategorizacie
textu, ktorou sa tato praca zaoberd. Tieto informécie maju spravidla slizit' na zdokonalenie
vyslednej syntetizovanej reci na Grovni zrozumitel'nosti a aj prirodzenosti vysledného signalu.
Na Ustave telekomunikécii sa taktiez vyvija re¢ovy syntetizator, ktorého stidastou je aj blok
vysSej syntézy reci. Cielom tejto prace je navrhnutie a vytvorenie systému kategorizacie
textu, zaloZenej na Statistickych metddach klasifikacie a zdokonalenie uz existujucich metod.

Existuje viacero klasifika¢nych metdd a hodnotiacich funkcii pre klasifikaciu textu. V naSej
praci sme sa zamerali na dva hlavné typy kategorizacnych pristupov. Su to:

e Tf—term frequency — metdda vazenych pocetnosti N-gramov
e Distance-based algoritmy — metody vzdialenostnych metrik N-gramov

Proces tvorby kategoérii prebieha trénovanim z vopred pripravenych textov, ktorych kategoria
je uz znama. Pri kategorizacii potom z uz natrénovanych priznakov dokaZeme urcit’ kategoriu
uZ aj neznamemu textu.

4.1 Proces tvorby a trénovanie doménovych profilov

Statisticky proces na kategorizaciu textu vyuziva podobnost extrahovanych §tatistickych
udajov textu so znamou kategdriou (proces trénovania) so Statistickymi tdajmi textu
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neznamej kategorie (proces kategorizacie). Pri Statistickom pristupe kategorizacie textu sa
cely proces teda sklada z dvoch hlavnych Casti:

e Proces trénovania
e Proces kategorizécie (testovanie)

4.2 Metéda Kklasifikacie na zaklade extrakcie N-gramov

Pri spracovavani N-gramov ztextu sa extrahuje informdacia o pocetnosti N-gramov
vygenerovanych zo spracovavané¢ho textu. V naSom ponimani sa za N-gram povazuje
postupnost’ N znakov, pochadzajucich zo slov a vyrazov. Pre pripady ked” N=1, 2 alebo 3,
postupnosti nazyvame unigramy, bigramy resp. trigramy. Pri spracovani a extrakcii N-gramov
je nutné v prvom kroku urcit’ hranice slov a v naslednom kroku z tychto slov vygenerovat
postupnosti — N-gramy. Kategorizacia na zaklade N-gramov modze byt pouzitd aj na
klasifikaciu a kategorizaciu jazyka pouzitého v texte. V [48] vyuzivali prave Specifickost
generovanych N-gramov Vv zavislosti od pouzitého jazyka. Profily ziskavané pri procese
trénovania sa radikalne odliSovali pri jednotlivych svetovych jazykoch. Pri procese trénovania
pouzili korpus jednotlivych jazykov narodov vo velkosti do 120kB. Boli pouzité texty sprav.
Dosahované vybrané vysledky klasifikdcie som znazornil v nasledovnej tabul’ke:

Velkost’ textu <300 <300 <300 <300 =300 =300 >300 >300
Velkost profilu | 100 200 300 400 100 200 300 400
Brazil 70 80 90 90 91,3 91,3 95,6 95,7
Canada 100 100 100 100 100 99,6 100 100
France 90 95 100 95 99,6 99,6 99,2 99,6
Germany 100 100 100 100 98,9 100 100 100
Mexico 90,6 100 100 100 94,8 99,1 100 99,5
Poland 93,3 93,3 100 100 100 100 100 100

Navrhnuty systém v pripade velkosti profilu 400 N-gramov len v 7 pripadoch z 3478 textov
vykonal zlu klasifikaciu ¢o predstavuje 99,8% tuspesnost’ klasifikacie. Tento vysledok sa da
povazovat’ za vynikajuci a V pripade kategorizacie jazyka vel'mi spol'ahlivy.

V pripade doménovej a vecnej kategorizacie (Subject Classification), ktorej sa venujeme
V tejto praci, uz takl uspeSnost’ nedosahoval. Pri rovnakej konfiguracii dosahoval uspesnost’
kategorizacie 80% (CCR — correct classification rate).

Metdda kategorizacie na baze N-gramov ma viacero vyhod: nizke ndroky na pamit'ové zdroje
(doménové profily velkosti cca 300kB), jednoduchy proces trénovania novych doménovych
profilov, rychla praca s doménovymi profilmi, robustnost’ vo¢i necistému resp. gramaticky
nespravnemu textu (preklepy, chyby pri OCR, atd’.) v procese trénovania novych
doménovych profilov. Ako priklad robustnosti vo¢i chybdm v texte uvddzam nasledovny
pripad chyby v slove ,,football*“. V pripade vnesenia chyby, napr. ,,footboll”, nestrdcame
informaciu o celom slove, iba na zopar postupnostiach:

Gramaticky spravne slovo: Gramaticky nespravne slovo:

foo | oot |otbh tha bal all foo | oot |otb |tho |bol | oll
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V pripade jednej vnesenej chyby nam namiesto znehodnotenia celého slova footboll
vygenerovalo 3 chybné a 3 korektné trigramy zo 6 trigramov.

4.3 Ziskavanie a extrakcia trénovacich textov

Na proces trénovania doménovych kategorii je potrebna textova databaza, korpus, ktora bude
obsahovat’ velké mnozstvo textu so zndmou kategoériou. Vzhl'adom na to, ze nasim cielom
bolo vytvorenie systému kategorizacie textu pre slovensky jazyk, bolo potrebné pracovat
a zber Statistickych dat vykondvat' nad slovenskym textom. Takouto vhodnou databdzou
a textovym korpusom v sloven¢ine je Slovensky néarodny korpus (SNK), ktory sme sa
rozhodli pouzit’ pri procese trénovania doménovych profilov. SNK je elektronickd databaza
obsahujica slovenské texty z réznych S$tylov, zanrov, vecnych oblasti, regionov a pod.
vybavena pridavnymi jazykovymi informdciami. Zahfiia publicistické, literarne, vedecké a
dalsie $tyly a zanre, ktoré Jazykovedny tstav SAV vedecky spracovava. Zozbierané su aj
rozne slovniky, monografie, casopisy, zborniky a iné. Realizuje sa v oddeleni Slovenského
narodného korpusu Jazykovedného ustavu Ludovita Stira Slovenskej akadémie vied v
Bratislave.

Dolezité parametre vytvorenych a vygenerovanych korpusov, ktoré sme pouzivali na
trénovanie a testovanie doménovych profilov uvadzam v nasledovnej tabulke:

Kolekcia SNK1-1 SNK1-2 SNK2-1 SNK2-2-test
Velkost’ (MB) 448,3 MB 381,1 MB 490 MB 476,4 MB
Pocet znakov 371987 764 311 918 906 398 958 587 394 393 078
Pocet slov 56 606 603 48 100 730 60 768 066 59 095 293
Pocet viet 3420 707 3184 667 4 169 306 3684 260

Tabulka 1-Udaje vytvorenych kolekcii korpusov SNK
4.4  Spracovanie textu pre tvorbu doménovych profilov

Za Uc¢elom tvorby doménovych profilov pri procese trénovania je nutné vhodne spracovat
texty z dostupného korpusu. Slovensky jazyk je vo svojej podstate flektivny jazyk, ktorého
slova a vyrazy maju réznorodi podobu. Za tcelom eliminécie rdéznorodosti slov a vyrazov
avSak so zachovanou vecnou informaciou sa zaviedli r6zne normovania slov vo faze
predspracovania textu. V praci [17] autor zadefinoval viacero etap, ktoré sa pouzivaju pri
procese Statistickej analyzy:

e Clenenie textu na slové

¢ Eliminacia neplnovyznamovych slov

e JIzolacia korena

e Volba termov
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4.4.1 Clenenie textu na slovd

Clenenie na slova je inicializatna textova operacia, pri ktorej sa vo vstupnom texte
identifikuju jednotlivé slova. V retazci znakov vstupného textu sa identifikuju alfabetické
znaky, Cisla a ostatné znaky — oddelovace, interpunkéné znaky, atd’. Problémom tohto kroku
analyzy je, ze prirodzeny text obsahuje ,,Specidlne® retazce, ktoré tvoria oddelovace slov,
rozne znaky ¢asovych, daitumovych formatov a pod. Tieto retazce treba spravne identifikovat’
a aj na zaklade nich urcit’ spravnu hranicu slov, ktoré spajali.

4.4.2 Eliminacia neplnovyznamovych slov

Za stop-slova sa pri pocitacovom spracovani prirodzené¢ho jazyka oznacuju slova, ktoré sa v
danom jazyku vyskytuju Casto avSak nenest ziadnu vyznamnu informéciu a majui spravidla
len syntakticky vyznam. Byvaji to zvdc¢Sa neohybné slovné druhy a neplnovyznamové slova,
najméa spojky, predlozky, Castice, ur¢ité¢ a neurcité Cleny, niektoré prislovky a zdmena. Pre
slovenské texty su to napriklad a, v, na, ale, o, pri, atd. Mechanizmy na odstranenie stop-slov
su vac¢sinou implementované ako zoznamy tychto slov. Text spracovavaného dokumentu sa
porovnava so zoznamom a tie slovd z textu, ktoré sa v zozname stop-slov nachadzaju, sa v
d’alSom procese nebert do tvahy. Obycajne sa stop-slova odstranuji dvoma spoésobmi. Prvy
pouziva zostaveny zoznam neplnovyznamovych slov, tzv. stop-list. Z textu sa pri identifikacii
slova, ktoré sa nachadza v tomto zozname toto slovo eliminuje. Uspesnost’ takéhoto postupu
zavisi od uplnosti definicie stop-list zoznamu. Dal$ia nevyhoda je, Ze tento postup je zavisly
na pouzitom jazyku anedd sa aplikovat na iné jazyky. Druhy spdsob je automaticky,
zalozeny na odstranovani slov v dokumentoch vyskytujucich sa s prili§ malou a s prili§
velkou frekvenciou. Podla [50] maja dostato¢ne silnti rozliSovaciu schopnost’ tie slova,

ktorych frekvencia dokumentov patri do intervalu (%,1%), kde N je pocet dokumentov.
Vyhodou tohto pristupu je, Ze je pouzitelny v praxi pre vacSinu jazykov, avSak v praxi
dosahuje slabsie vysledky ako prvy pristup.

V d’alSej analyze sme zadefinovali skupinu stop-slov, ktoré boli eliminované a vynaté z d’alSej
analyzy. St to nasledovné slova: a, aby, aj, ako, ale, alebo, ani, asi, bez, by, byt, cez, ¢o, ¢i,
do, ho, 1, iba, ja, je, jeho, jej, k, kam, kazdy, kde, kto, ktory, ku, méct’, my, na, nad, niet, nez,
nic¢, o, od, on, po, pod, podla, preco, pred, preto, potom, pri, s, sa, si, so, svoj, tak, takze, teda,
ten, tento, to, toto, tu, tvoj, ty, u, uz, v, vas, viac, vsak, vy, z, za, Ze.

4.4.3 Izolacia korena — lematizdcia a stemming

Lematizacia predstavuje jednu z moznosti normovania slov v jazyku. Lema reprezentuje
vsetky odvodené tvary slova v danom jazyku. V slovencine existuju ur¢ité konvencie pri
vytvarani lemy, napr. slovesa st vzdy v neurCitku, podstatné mena v nominative jednotného
Cisla, pridavné mena v predikativnej pozicii a pod.

Stemming je proces redukcie flektivnych slov na ich koren — slovotvorny zaklad. Napriklad
pre slova skolsky, skole, skolu, Skolnik je slovotvorny zaklad ,,skol*.

Na naSe ucely sme vytvorili systétm na lematizaciu slov, ktory je zalozeny na databaze
Slovenského narodného korpusu. Jedna z mnohych anotacii, ktori SNK poskytuje je
informacia o leme slov.
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Nami navrhnuty systém lematizacie extrahoval informaciu o leme zo slov v korpuse SNK
a zaznamenaval do databazy. V takto ziskanej databaze sa nachadza 123206 flektivnych
tvarov a vyrazov, ktoré su nahradené lemami s po¢tom 52811. Zasady lematizacie [6] v SNK
som znazornil v nasledujicej tabul’ke:

Substantiva Adjektiva Slovesa
%{lmené Adjektivalia
Cislovky
prislusny rod maskulinum infinitiv
singular (ak existuje) singl.llér'
nominativ (ak existuje) nonp?atlv

pozitiv

Tabulka 2-Z4sady lematizacie v SNK

V nasledujucej tabulke uvadzam nahl'ad na nami vytvorenu databazu flektivnych tvarov a im
prisluchajucich 1ém vychadzajic zo zasad lematizacie SNK.

Flektivny tvar Lema

4zijska Azijsky
4zijské Azijsky
4zijského Azijsky
4zijsku Azijsky
azijsky Azijsky
4zijskych Azijsky
4zijskym Azijsky
4zijskej Azijsky
azijskom Azijsky

Tabul'ka 3-Ukazka databazy flektivnych tvarov slov a im prisluchajucich 1ém

Takto navrhnuty lematizacny systém je sice spolahlivy, avSak je obmedzeny svojou
databazou. Pokryva a obsahuje najCastejSie pouzivané tvary slov. Z tohto dovodu je vhodné
doplnit’ systém o pravidla, ktoré¢ by lemy generovali aj pre slova, ktoré¢ sa v slovniku
nenachadzaju.

4.5 Analyza ziskanych dat doménovych profilov

V procese trénovania sme vychadzali z moZnosti vecnej anoticie, ktora ponuka SNK.
V z4dujme overenia a testovania systému sme navrhli 3 vecné domény, na ktorych budeme
testovat’ metody klasifikacie textu:

e Kultara (CLT)

e Informatika ( COM)

e Sport (SPO)

Napriek zvolenym trom kategériam uvedené a pouzité postupy mozno aplikovat’ na vacsi
pocet kategorii. Za ucelom ziskania, spracovania a vytvorenia jednotlivych doménovych
profilov sme vytvorili komplexny systém, ktory vSetky tieto funkcie vykondval na databaze
z SNK. Cely proces tvorby doménového profilu je zndzorneny na nasledovnom obrazku:
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Nacitanie Lematizacia Eliminacia Generovanie Vytvorenie

korpusu slov stop-slov N-gramov profilu

Obrazok 4.1-Cely proces tvorby doménového profilu

V poslednej faze tvorby doménového profilu, sa vygenerované N-gramy zahrni do
natrénovanej databazy profilu podl'a nasledovného postupu:

A 4

Vstup: N-aram ..x“

Nachadza sa N-gram
X v profile?

A 4 A 4

Pocetnost’ N- Pridanie N-gramu ,,x“
gramu(x)+1 S pocetnost'ou=1
ano 3 dalsi N-gram? nie ,| Zapis vytvoren¢ho
profilu

Obrazok 4.2—Posledna faza tvorby doménového profilu
RozloZenie pocetnosti N-gramov v doménovych profiloch

Z rozlozenia pocetnosti N-gramov Vv profile sme vychadzali pri samotnej kategorizacii textov.
Predpokladali sme podobné rozloZenie N-gramov testovaného textu s rozloZzenim jemu
prisluchajiceho profilu.

4.6 Proces komparicie profilov

Proces komparacie profilov patri pri kategorizacii textov medzi klicové operacie, kedy
prebieha rozhodovanie o kategoérii testovaného textu. V tejto Casti je nasim cielom porovnat’
profily vSetkych natrénovanych doménovych profilov s profilom testovaného textu a urcit
kategériu, ktorej doménovy profil sa najviac podobd profilu testovaného textu. Procesy
porovnavania jednotlivych profilov anasledné urCenie podobnosti nazyvame metdédami
komparacie profilov.
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4.6.1 Navrh procesu kompardcie profilov

Cely navrh komparacie profilov a procesu kategorizacie je rozdeleny na viac faz. V prvej faze
je testovanému textu vytvoreny profil rovnakym sposobom, za pouzitia rovnakych postupov,
ako doménovym kategdridm v trénovacej faze. V bloku ,miera vzdialenosti profilov je
vykonana S$tatistickd miera na baze danej pouzitej metody (metody su popisane v nasledujicej
podkapitole). Ako posledny blok nasleduje rozhodovaci ¢lanok, ktory prehldsi najpodobne;jsi
doménovy profil k profilu testovaného textu.

4.6.2 Metody komparacie profilov

Existuje viacero metdd na porovnanie profilov a urCovanie ich podobnosti. V tejto Casti prace
su opisané pouzitia dvoch hlavnych pristupov: spracovanie poradia N-gramov na zdklade ich
pocetnosti (tzv. distance-based) a spracovanie normovanej (vazenej) pocetnosti N-gramov.
V d’alSej Casti prace je uvadzané ich porovnanie, zavislosti Gspesnosti kategorizacie textu od
dizky testovanych textov obidvoch hlavnych pristupov a optimalne pouzitie danej metody pre
dant dizku testovacieho textu.

Komparacia profilov na zaklade pocetnosti a pozicie N-gramu

Pri metdode komparacie profilov na zaklade pocetnosti N-gramov sme pracovali s poradim N-
gramov, ich umiestnenim v zoradenom profile podl'a pocetnosti N-gramov. Tieto metody sa
tiez oznacuju ako distance-based, metddy na zdklade vzdialenostnych metrik. Pri tejto metode
sa testovaciemu textu vytvori profil N-gramov rovnako ako kazdému natrénovanému
doménovému profilu. Miera rozdielnosti profilov je definovana stctom rozdielov pozicii
kazdého N-gramu z profilu testovacieho textu od N-gramu v profile porovnavanej kategorie:

Xy = Zylzl abs (An_pos - Bn_pos);

kde Xk je miera rozdielnosti profilov pre kategériu K, A, pos @ Bn_pos predstavuji poziciu n-
tého N-gramu v testovanom a porovnavanom profile.

Z hore uvedeného vztahu vyplyva, Ze ak chceme vykonat™ kategorizaciu do K natrénovanych
doménovych profilov, takyto vypocet musi prebehnit’ s kazdym doménovym profilom, tzn. K
krat. Ukéazku vypoctu takejto metriky uvadzam na nasledujucom obrazku.

Poradie | N-gram profilu | Poradie | N-gram  profilu | Vzdialenost’
kultura testovaného textu

1. pre 1. ych
2. tor 2. tor 0

. ych 3. pre 2
10. kto 4. str 21
12. pri 5 val 15
20. val 6. pri
25. str 7. kto 3

Vysledna suma: | 49

Obrazok 4.3—Vypocet miery rozdielnosti N-gramov testovaného profilu s doménovym profilom kategorie

Vitaznu kategdriu X a doménovy profil, ktory ju zastupuje uré¢ime vyberom najmensej miery
rozdielnosti vzdialenosti zo vSetkych dosiahnutych metrik Xk:

X=min(X})
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Komparacia profilov na zaklade vaZenej pocetnosti

Pri predchadzajiicej metdode sme pracovali s poziciami a vzdialenostnymi metrikami N-
gramov a s ich umiestneniami v profile. Zaujimal nas rozdiel tychto pozicii v porovnavanych
profiloch. Pri druhej metdéde budeme uvazovat’ vazeni pocetnost N-gramov, ktord sme
vyjadrili vazenou mierou pocetnosti na zaklade nasledovného vzt'ahu:

N
_ 4&n=1 I n
=M

Z‘I‘fl=1 Pm
kde Yk je vazena miera poCetnosti kategorie K, Citatel’ reprezentuje sumu vsetkych pocetnosti
v doménovom profile kategorie K porovnavanych N-gramov z testované¢ho profilu
a menovatel' reprezentuje sucet vSetkych vyskytov vSetkych obsiahnutych N-gramov

v doménovom profile kategorie K. Tak isto ako pri predchadzajlicom postupe musi vypocet
prebehnut’ nad vsetkymi kategdriami natrénovanych doménovych profilov.

Yy

Vitaznu kategoriu Y a doménovy profil, ktory ju zastupuje ur¢ime vyberom najvicsej vazenej
miery pocetnosti zo vSetkych dosiahnutych Y.

Y = max(Yy)
Miera uspesSnosti kategorizacie —- CCR

Ako hlavny ukazovatel’ tspesnosti a Vhodnosti pouzitia danej metédy na komparaciu profilov
sme zadefinovali mieru uspesnosti kategorizacie (Correct Categorization Rate, skr. CCR). Je
definované podielom poctu spravne kategorizovanych testovacich textov k celkovému poctu
vSetkych kategorizovanych textov:

# spravne kategorizovanych textov

CCR = - , - x 100 [%]
# nespravne kategorizovanych textov

4.7 Testovanie a vyhodnotenie uspeSnosti

Postup generovania testovacej kolekcie a nasledné testovanie prebicha nasledovne:

1. V prvom kroku sa zvoli jedna kategéria z dostupnych uZ natrénovanych, ktorej texty
budu selektované a generované z testovacieho korpusu. Tento krok sme vykonali 3x (pre
kultaru, informatiku a Sport).

2. Zvolia sa parametre a konfiguracia testu t.j. diZka testovanych textov a podet testovanych
textov.

3. Posledny krok tvori vyhodnotenie testu. Vysledny Statisticky subor obsahuje spesnost’
testu, vyjadrenie percentualnej UspeSnosti kategorizacie vygenerovanej testovacej
kolekcie.

4.7.1 Porovnavacie testy CCR oboch typov pristupov komparacie profilov

V tomto type testu sme mali za ciel’ porovnat’ uspesnost’ kategorizacie oboch typov pristupov
metdd komparacie profilov. Vykonali sme testy CCR s normovanim aj bez normovania
pocetnosti N-gramov. Obe metody boli testované na vzorke 1000 textov, vel’kosti 50 az 500
znakov. UspeSnosti st znazornené v tabulke a vynesené do grafu. Tento postup sme
aplikovali pre vSetky 3 natrénované doménové kategorie.
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4.8 VoIba vhodnej metodiky komparicie profilov

Z predchadzajucich merani a vysledkov testovania je mozné pozorovat rézny priebeh
a zavislost Gispesnosti kategorizacie na dizke kategorizovanych textov. Ako hlavné kritérium
na volbu vhodnej metodiky kategorizacie textov sme zvolili prave mieru uspesSnosti
kategorizacie CCR, ktora priamo zavisi od dizky kategorizovanych textov. Rozna zavislost’
CCR od dizky kategorizovaného textu je spdsobena réznou vel’kostou statistického stiboru N-
gramov, ktoré systém kategorizacie generuje.

4.8.1 Zavislost CCR od velkosti kategorizovaného textu

V tejto Casti uvadzame detailny zadber vykonanych merani na priesec¢nik zavislosti tispeSnosti
kategorizacie dvoch roznych pouzitych metod komparacie profilov. Nakolko charakter
pouzitych metdd je rozny, rozna je aj zavislost CCR od velkosti Statistického suboru
vygenerovanych N-gramov. Z nasledujucich zavislosti badat’, Ze metoda pracujica s vahami
jednotlivych N-gramov dosahuje spolahlivejSie vysledky pri vd¢Som Statistickom stbore.
Metodda pracujiica na principe pocetnosti N-gramov a ich poradi, tzv. metoda distance-based,
je uspesnejsia pri kratSich textoch.

Kriteridlny bod pre doménu informatika

. /
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(93]
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Obrazok 4.7-Detail kriteridlneho bodu pre doménu informatika

g Kriterialny bod pre doménu Sport

80
75

70

60 :

50 70 90 110 130 " 150 170 190 210 230 250
Pocet znakov testovaného textu

Normované pocetnosti N-gramov Nenormované pocetnosti N-gramov

Miera uspesnosti kategorizacie
[%]

Obrazok 4.8—Detail kriterialneho bodu pre doménu Sport

19
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75
2
® 70
5
2 65 -
g ;
2 'a\_°|60 / H
o =
c
)2 55
=
& 50 :
(]
s 50 70 90 110 130 150 170 190 210 230 250

Pocet znakov testovaného textu

Normované pocetnosti N-gramov Nenormované pocetnosti N-gramov

Obrazok 4.9-Detail kriteridlneho bodu pre doménu kultura

4.8.2 Optimdlna hranica velkosti kategorizovaného textu

Z predchadzajucich grafov sme na zaklade pozorovani od¢itali kriteridlne body jednotlivych
doménovych kategorii. Tieto su tvorené prieseCnikmi funkénych zavislosti uspesSnosti
kategorizacii od dizky textov jednotlivych komparaénych metod. Dizky textov jednotlivych
domén su na zdklade nameranych kriterialnych bodov naznac¢ené v nasledovnej tabulke:

Doména Kultara Informatika Sport

Dizka kategorizovaného 210 117 140

Tieto body urcuju hranice medzi dvoma oblastami a pouzitou metdédou na komparéciu
profilov pri kategorizacii textu. Pre kratsie texty, ktoré maji dizku textu pod danou hranicou
je vyhodnejSie pouzit' komparacnii techniku zaloZenli na pozicii N-gramov na zéklade
nenormovanych pocetnosti. Naopak, pre texty dlhSie ako kritériom urend hranica je
vyhodnejSie pouzit’ komparaciu profilov zaloZenu na vaZenej pocetnosti N-gramov, nakol'ko
tak dosahuje vacsiu uspesnost’ kategorizacie tohto textu. Optimalny vyber pouzitej metody je
znazorneny v nasledovnej tabul’ke:

Pouzita kompara¢na metdda Komparacia nenormovanych | Komparacia normovanych
Kultara < 210 > 210
Informatika < 117 > 210
Sport < 140 > 210

5 Vysledky dizertacnej prace

V tejto praci sa zaoberame kontextovou analyzou a metodami kategorizacie textu slovenského
jazyka. Napriek relativne vSeobecnému tvodu do spracovania textu pre reCovy syntetizator
a kontextovej analyzy sa v praci podrobnejSie venujeme analyze hlavnych pristupov metod ku
kategorizacii textu a nadvrhu adaptabilnej metddy, ktord ma za ciel’ zvySit' mieru Uspesnosti
kategorizacie textov v zavislosti dizky kategorizovanych textov. Vysledkom prace je opis
metodiky tvorby procesu kategorizacie textu slovenského jazyka. Navrhovany postup je
upravou niektorych jazykovo zavislych procesov adaptabilny a dani metodiku mozno pouzit
aj pre kategorizaciu inych jazykov.
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Préaca je Strukturovana do Siestich hlavnych kapitol a popisuje kontextovl analyzu a navrh
procesov kategorizacie textov v slovenskom jazyku. V prvych troch kapitolach podavame
prehlad o predspracovani textu vo vSeobecnosti a aj jeho vyuzitie v aplikaciach reCového
syntetizatora. Popisujeme tiez pristupy ku kontextovej analyze reci a pouzivané metddy pri
kategorizacii textu. Vo Stvrtej kapitole uvaddzame a vytyCujeme ciele tejto prace.
V najrozSirenejSej piatej kapitole popisujeme pouzité a navrhnuté metodiky kategorizacie
textu. V tejto kapitole uvadzame cely proces kategorizacie, tvorbu tohto systému, pouzité
metodiky ziskavania trénovacieho a testovacieho korpusu, metodiky tvorby natrénovanych
doménovych profilov a popis metdd komparacie profilov domén a testovacich textov. Dalej
venujeme pozornost’ procesu testovania: tvorbe testovacej kolekcie dat a vyhodnoteniu testov.
Z dostupnych vysledkov a nameranych zavislosti vidiet’, ze reakcia uspesnosti kategorizacie
je pri porovnavanych metodach komparacie profilov rdzna v zavislosti od dizky
kategorizovanych textov. Za ucelom zvySenia UspeSnosti kategorizacie a na zdklade
nameranych zavislosti sme stanovili pre kazdi doménu hranicu a limity dizky textov na
pouzitie optimalnej metddy.

Celkovo mozno vlastné dosiahnuté vysledky a prvky dizertacie zhrnut' do nasledujucich
bodov:

e Navrhnutd metodika na ziskavanie trénovacich dat, vytvoreny vlastny postup
predspracovania anormalizacie textu, vytvorena metodika na tvorbu doménovych
profilov pre textova kategorizaciu a analyza vytvorenych datovych suborov.

e Vytvorend metodika na porovnavanie doménovych profilov z dostupnych korpusov.
Navrhnuty a implementovany proces komparéacie profilov zaloZenej na normovani
pocetnosti N-gramov. Testovanie implementovaného procesu komparacie profilov.

e Navrhnuty a implementovany proces komparéacie profilov zaloZenej na nenormovani
pocetnosti N-gramov. Testovanie implementovaného procesu komparacie profilov.

e Vytvorend metodika optimalneho vyberu komparacnej metdody za ucelom
maximalizdcie miery uspeSnosti kategorizacie textu.

6 Konkrétne zavery pre d’alSi vedecky rozvoj

Jednou z hlavnych motivacii pre realizaciu systému kategorizacie textu je jeho implementacia
a vyuzitie v systéme syntézy l'udskej reci. Takto aplikovany systém kategorizacie by mohol
vyrazne ovplyvnit' prirodzenost generovanej re€i. V tomto zmysle je samozrejme nutné
prisposobit’ proces s ohladom na systém syntézy: navrh doménovych kategorii, komunikaciu
atd’.

Samotny systém na kategorizaciu sa skladé z viacerych procesov. Tieto procesy maji priestor
na zlepSovanie, najmé v prostredi slovenského jazyka, pretoze vyskum v tejto oblasti nie je
tak intenzivny ako vinych jazykoch. Ide najmd o metdody spracovania textu,
extrakcie, normovanie a lematizacia slov, ktorymi sme sa Vv praci zaoberali.

Dal$im nametom na vyskum s samotné metddy klasifikacie textov do kategorii, pouZité
metriky a procesy komparacie profilov.
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11 Resumé

In this work we deal with contextual analysis and text categorization methods in Slovak
language. The scope of this thesis is focused on a design of a text categorization system.
Improvements of already known categorization methods and designing new categorization
methodology for achieving better classification rate. The work also includes procedure of
complex categorization process, the creation of this system, the methodology of obtaining
training and testing corpus from Slovak National Corpus database. In other part the domain
profile creation is described and methods of comparison each profiles are designed. Available
results and the measured dependence implies that the success of categorization process used
with the method of comparison of profiles varies depending on the length of categorized texts.
In order to increase correct categorization rate on the basis of the measured dependence was
determined for each domain boundary and limits of texts to use optimal methods.

This work had delivered following results:

e Proposed methodology for obtaining training data, create a custom procedure
preprocessing and normalization of text, created the methodology for the creation of
domain profiles

e Created methodology for comparing the domain profiles from the available corpus.
Designed, implemented and tested a process of comparison of profiles based on
normalized N-grams frequencies.

e Designed, implemented and tested a process of comparison of profiles based on non-
normalized N-grams frequencies and their positions.

e Based on the analysis of the results was developed optimal methodology choice of the
comparative method in order to maximize the success rate of text categorization
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