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Anotacia

Evolu¢né algoritmy predstavuju univerzalny stochasticky prehl'adavaci pristup, vyuzivany nielen
v technickych odboroch, ale aj v ekondmii, v bioldgii, ¢i v dizajne. V dneSnej dobe existuje vela
pristupov k zefektivneniu EA, jednym znich je ich paralelizacia. Nejednd sa len o efektivitu
z hl'adiska rychlosti algoritmu, ale aj o efektivitu z hl'adiska vykonnosti algoritmu (schopnosti
dosiahnut’ globalny extrém) a to najmi v pripade zlozitych uloh. Cielom tejto dizertacnej prace
bolo prispiet’ k zefektivneniu PEA, konkrétne PGA, ako aj navrhnit’ vhodnu vypoctova platformu
pre realizaciu PEA.

Abstract

Evolutionary algorithms are universal stochastic search technique used not only in technical areas,
but also in economy, biology or design. Nowadays exists lot of methods contributing to
effectiveness of EA, one of them is parallelization. It is not only efficiency from the view of speed,
but also efficiency from the view of performance (ability to reach global optimum), especially in
case of complicated problems. The aim of this work is to contribute to effectiveness of PEA (PGA)
and to design suitable computing platform.

Zoznam pouzitych skratiek

EA — evolu¢né algoritmy

GA — genetické algoritmy

PEA — paralelné evolu¢né algoritmy
PGA — paralelné genetické algoritmy

cPGA — celularny paralelny geneticky algoritmus



1 Uvod

Pri rieSeni praktickych uloh sa ¢lovek uz oddavna stretdva s problémom optimalizacie.
V priebehu Casu teda ¢lovek vyvinul mnoho optimalizacnych metdd, z ktorych mnohé su viac ¢i
menej Specializované na konkrétny typ ulohy. Viaceré z nich maji obmedzent schopnost’ najst’
globalny extrém, ¢i uvolnit’ sa z lokalneho optima, pripadne si ich nasadenie vyzaduje prili§ dlhy
Cas optimalizacie, ktory nie je z redlneho hl'adiska pripustny. S uvedenymi problémami sa dobre
vysporiadavaju evolu¢né algoritmy (EA). A to najmi v pripade problémov, pre ktoré neexistuje
Specializovana optimalizacna metdda. Vo viacerych pripadoch st schopné obstat’ aj v porovnani so
Specializovanymi optimalizacnymi metdédami. Prudky rozvoj EA ide ruka vruke srozvojom
vykonu vypoctovej techniky.

Evolu¢né algoritmy zarad’'ujeme do skupiny modernych meta-heuristickych optimaliza¢nych
a prehl'adavacich metod, ktoré su zaloZzené na principoch prezitia najprisposobivejsich jedincov v
zmysle Darwinovej tedrie prirodzeného vyberu. Ich zakladom je teda biologickd evolucia,
schopnost’ prisposobit’ sa okolitému prostrediu, boj o vhodného partnera pre reprodukciu a dedenie
vhodnej informacie. VSetko vedie k prezitiu tych najschopnejSich ak zaniku tych, ktori sa
v priebehu ¢asu neosvedcili. Genetické algoritmy vychéadzajuc z tychto principov predstavuji jednu
z najcastejSie vyuzivanych evoluénych vypoctovych technik. Prva mySlienka pochddza zo 60-tych
rokov 20.storoCia, publikoval ju I. Rechenberg vo svojej praci "Evolution strategies"
(Evolutionsstrategie v originali). Myslienka bola d’alej rozvijana a obhajovana najmi J. Hollandom
a jeho spolupracovnikmi ako u¢inny néstroj na prehl'addavanie definovaného priestoru. V sucasnosti
genetické algoritmy predstavuju univerzalny stochasticky prehl'adavaci pristup, vyuzivany nielen
v technickych odboroch, ale aj v ekonomii, v biologii, ¢i v dizajne. Genetické algoritmy sa
vyznacuju schopnostou priblizit’ sa v priestore pripustnych rieseni daného problému ku globalnemu
optimu.

Vhodnym objektom pre pouzitie evolu¢nych algoritmov st okrem iného technické optimalizacné
a prehl'adavacie aplikéacie. Ich sucastou byva vyhodnotenie modelu alebo pocitatova simulécia
rieSen¢ho objektu. Tieto vypoCty su vSak vypoctovo/Casovo narocné a pouzitie EA vedie k dlhym,
Casto extrémne dlhym vypoctovym casom. Naviac problémom byva aj kvalita dosiahnutych rieSeni.
V dnesnej dobe existuje viac pristupov k zefektivneniu EA. Jednym z najefektivnejSich je ich
paralelizacia. Nejednd sa len o efektivitu z hladiska Casu vypoctu, ale aj o efektivitu z hl'adiska
vykonnosti algoritmu (schopnosti dosiahnut’ globalny extrém) a to najméd v pripade zlozitych uloh.
Existuje viacero pristupov k paralelizacii v EA resp. genetickych algoritmov (GA), ako aj viacero
ich klasifikacii.

Motivaciou pri tvorbe tejto prace bola snaha urychlit’ optimaliza¢ny proces pomocou EA vd’aka
rozlozeniu vypoctu na viacero vypoctovych jednotiek, ale aj vd’aka navrhu novych algoritmov
anovej vnutornej architekture paralelného EA. Tym by sa malo dospiet’ urychleniu a zlepSeniu
konvergencie algoritmu k rieSeniu ulohy a k zlepSeniu schopnosti uniknit' z lokalneho extrému
a hl'adat’ lepSie riesenia.

V kapitole 2 sa praca venuje prehl'adu sucasného stavu PGA vo svete a tvori teoreticky podklad
potrebny pre ostatné kapitoly. Kapitola 3 je venovana pouzitym testovacim funkciam. V kapitole 4
je rozpracovana analyza vlastnosti PGA a ndvrh ich novych architektar, zaroven sa tu nachadza
experimentalne porovnanie vybranych typov celularnych PGA s reinicializdciou a bez nej. Na tuto
kapitolu  nadvdzuju  kapitoly 5-6, kde sa celularne PGA  so  Strukturovanou
populédcioua reinicializaciou pouzité na rieSenie vybranych praktickych 1loh (optimalizacia
pohybu robotického ramena, hl'adanie optimalnej drahy). Kapitola 7 je venovana Analyze rozdielu
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medzi jednopopulaénym GA a celularnym paralelnym GA a navrhu upraveného jednopopulaéného
algoritmu. V kapitole 8 je navrhnutd GRID-ovéa vypoctova platforma pre PEA s vyuzitim SQL
databazy, experimentalne vysledky ako aj rieSenie praktickej ulohy (Optimalizacia mechanicko -
konstrukénej ulohy). Vyhodnotenie vysledkov a prinosov prace st zhrnuté v 9 kapitole.



2 Analyza vlastnosti paralelnych genetickych algoritmov a
navrh ich novych architektur

2.1 Ostrovné PGA

Hrubozrnné GA nazyvané aj ostrovné GA moézu priniest’ zlepSenie a zrychlenie konvergencie
rieSenej ulohy. Vyvoj populédcii prebieha vramci ostrovov izolovane a priebeh genetického
algoritmu v ramci populécie je rovnaky ako v SGA. Medzi jednotlivymi populaciami, ale prebieha
vo vhodnych okamzikoch vymena informacii, ktord prebieha pomocou prenosu jedinca (jedincov)
medzi subpopuldciami. MoZzna je aj vymena informécie pomocou prekryvajucich sa oblasti.
Smer, hustota a pocet migrovanych jedincov vplyvaji vyraznou mierou k vykonnosti algoritmu.
Vzijomna komunikacia medzi ostrovmi vytvara akysi ,,synergicky efekt™, ktory zvySuje efektivitu
tychto algoritmov. Priklady réznych topoldgii ostrovnych typov PGA st na obrazku 2.1. Priklad
priebehu fitness funkcie pri porovnani roznych architektr sa nachadza na obrazku 2.2.
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Obr. 2.2 Priebeh fitness funkcie pri porovnani r6znych architektar (a-f z obrazku 2.1 )
hrubozrnného/ostrovného PGA a jednopopulacného GA (SGA) testovacia funkcia Eggholder pre 10
premennych (priemer z 30 opakovani)



Reinicializacia v ostrovnych PGA

V ostrovnych PGA zreinicializovanie jedného ostrova neprindsa negativne dopady na cely GA,
pretoZze populacia je rozdelena na ostrovy . Ako priklad mézeme uviest porovnanie SGA a PGA
napriklad so Struktirou typu ,,a*“ z obr. 2.1. Tento experiment porovnava algoritmy s rdzne
nastavenou mutaciou s algoritmami s pevne nastavenou mutaciou, ktoré v jednom pripade
vyuzivaju periodickil reinicializaciu po 600 generdcidch vypoctu (R600), v druhom pripade
reinicializaciu aplikovani po stagnacii fitness (RF). Stagnacia fitness bola detegovand pomocou
plavajiceho priemeru diferencie fitness (2.1). Migracia nastava kazdych 200 generacii a vzdy pred
reinicializaciou ostrova.

geni_n N ]
deni (Flt(genl) Flt(genl—l)) (21)
n

diferencia(gen;) =

gen; - i-ta generacia n — velkost’ okna

Reinicializacia priniesla pozitivny efekt a zlepSila priebeh konvergencie fitness, umoznila
jednotlivym ostrovom dostat’ sa z lokalneho optima a tym sa vyhnut’ predc¢asnej konvergencii (Obr.
2.3). Reinicializacia, ktora bola riadena stagnaciou fitness (RF) mala eSte lepsi prinos, pretoze tento
typ reinicializacia dokaze brat’ do uvahy aktualny stav jednotlivych ostrovov.
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Obr. 2.3 Priebeh fitness, funkcia Eggholder, 20 premennych, priemer z 30 behov, porovnanie PGA
s roznymi mierami mutacie, RF- reinicializécia po stagnacii fitness R600 — periodicka reinic.



2.2 Celularne PGA

Ako uz bolo spomenuté jemnozrnné PGA sa vyznacuju velkym poctom relativne malych
subpopulécii, pricom najcastejSie jeden ostrov predstavuje jedného jedinca. Tento Specialny pripad
sa nazyva - Celuldrne PGA. Informdcia sa v tomto type algoritmu Siri postupne, iba pomocou
kriZzenia s jedincami, ktori sa nachadzaju v ich susedstve. Pohyb informacie teda pripomina difaziu.
Vdaka tomu, Ze jedince sa mozu krizit’ iba s tymi, ktori sa nachadzaju v ich okoli, nastdva v ramci
populécie izolovanie jedincov vzdialenostou. Podl'a zvolenej topologie patri kazdy jedinec do
susedstva minimalne jedného d’alSieho jedinca, ale zvyCajne susedstvo obsahuje viacero jedincov.

Okolie bodu predstavuju jedinci, s ktorymi sa mdze aktudlny jedinec dostat’” do kontaktu. Této
oblast modze nadobudat rdézne tvary, napr. pre 2D pripad moézZzeme vyberat jedincov len
v ortogonalnych smeroch, pripadne len po diagondle, kombinaciou obidvoch spomenutych metdd,
podla geometrickej vzdialenosti od centrdlneho uzla alebo uplne inou metédou. Medzi
najznamejsie tvary patria X-Net, X-News a News (Obr. 2.4) [27]. Dalsim parametrom je velkost
tychto oblasti, m6zu obsahovat’ len najblizSich susedov, ale moze sa pouzit’ aj vacsi rozsah.
Velkost susedstva a tym padom pocet moznych partnerov je ddlezity parameter, ktory ovplyviiuje
rychlost’ Sirenia informécie atym kvalitu arychlost konvergencie, ako aj moznost uviaznutia
v lokalnom extréme.
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Obr. 2.4 Rozne typy okolia, pre rozne typy stratégii vyberu suseda. Zdroj: [27]

V naSich experimentoch vyuzivame mensie typy okolia bodu a to: X-Net 9 a najmi News 5.
Zaroven pouzivame 2D architekturu s okrajmi. Ako spdsob vyberu partnera do procesu krizenia
vyuzivame turnajovy vyber alebo nahodny vyber. Ako stratégiu pre obnovu populacie sme pouzili
synchronne obnovenie mriezky (obnovou mriezky rozumieme zapisanie novych jedincov).

Celularny PGA ma v naSom pripade nasledovny algoritmus:

Vyber suseda na kriZenie

KriZenie (jednobodové)

Mutacia potomkov (mutécia génov v celom rozsahu, aditivna mutacia)
Vyber najlepsieho jedinca z mnoziny potomkov a pévodného jedinca
Zapisanie nového jedinca do mriezky pre nasledovnt generaciu



Pri porovnani celularneho PGA (cPGA) , ostrovného PGA (a-f) a jednoduchého GA (SGA) sme
pouzili architektury ostrovného PGA z kapitoly 2.1 (Obr. 2.1) a mo6zeme vidiet, ze vykonnost
celularneho PGA je pre tento typ ulohy vyrazne vyssia. (Obr. 2.5).
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Obr. 2.5 Priebeh fitness funkcie pri porovnani vykonnosti celularnych a hrubozrnnych/ostrovnych
PGA, testovacia tloha Eggholder 10 premennych

2.2.1 Celularne PGA a pocet jedincov po kriZeni

Na rozdiel od jednoduchého jednopopulaéného GA a ostrovného PGA, kde pri procese krizenia
vyberieme isty pocet jedincov, skrizime ich a ztohto procesu ziskame rovnaky pocet jedincov,
v pripade celularneho PGA, v ktorom kazdy ostrov predstavuje jedného jedinca, vyberieme dvoch
rodicov, skrizime ich a na vystupe ziskame dvoch potomkov stperiacich o jedno miesto v
nasledujucej generacii. Mdzeme pouzit' aj krizenie, ktorého vysledkom je iba jeden potomok [5]
alebo moézeme podl'a vopred urceného kritéria, pripadne ndhodne vybrat' jedného z potomkov.
V pripade ak pri rozhodovani uvazujeme hodnotu fitness nastava otdzka, ktorého potomka, vybrat’,
tak aby sme nestratili uzito¢nt informéciu. Ak sa rozhodneme vybrat’ obidvoch potomkov, znamena
to, ze pocet vyhodnoteni fitness narastie dvojnasobne, avSak dvojndsobny pocet vyhodnoteni
nemusi vzdy znamenat nevyhodu. V pripade, ze dokdzeme dosiahnut’ lepsi vysledok alebo ak
dokézeme dosiahnut’ vysledok porovnatelny, ale v polovicnom pocte generacii, ma tato stratégia
vyberu vyznam. S poctom jedincov, ktorych vyberieme do procesu vyhodnotenia fitness suvisi aj
mutécia. V pripade, ak pouzijeme po krizeni dvoch potomkov, mézeme vykonat mutdciu nad
dvojnasobnym poc¢tom jedincov nez sa nachadza v populacii. Existuje samozrejme aj moznost’
vykonat mutaciu nad ndhodne vybranymi jedincami z populdcie az po aktualizacii vSetkych
jedincov z populdcie.

Pre porovnanie roznych stratégii vyberu potomkov po krizeni sme pouzili tri konfiguracie:

e Po krizeni sme vybrali potomka, ktory obsahoval vicsiu Cast’ génov z povodného jedinca,
zmutovali sme ho a lepsi z pomedzi povodného jedinca a potomka obsadil miesto v nove;j
populécii — Algoritmus A (Obr.2.6)

e Po krizeni sme vybrali potomka, ktory obsahoval vicsiu ¢ast’ génov zrodica s lepSim
fitness, zmutovali sme ho a lep$i z pomedzi povodného jedinca a potomka obsadil miesto
v novej populacii [1] — Algoritmus B (Obr.2.6)

e Po krizeni sme vyuzili obidvoch potomkov, zmutovali sme ich a lepsi z pomedzi pdvodného
jedinca a potomkov obsadil miesto v novej populacii — Algoritmus C (Obr.2.6)
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Na obrazku 2.6, je zobrazeny priemer z 30 spusteni troch hore uvedenych stratégii vyberu
jedincov po krizeni.

K 1 | | |
0 05 1 15 2 25 3 35

podet vyhodnoteni x10°

Obr. 2.6 Porovnani roznych stratégii vyberu jedincov po krizeni, testovacia lloha Eggholder 30
premennych

2.3 Reinicializacia v celularnych PGA

Reinicializécia predstavuje perspektivny operator v ramci paralelnych genetickych algoritmov.
Jej pouzitie zvySuje diverzitu populdcie a tym umoznuje priniest’ nova informaciu do GA, nové
smery hladania, pripadne umoziuje znovu objavit' informdciu uz stratenu. Tieto dosledky jej
pouzitia dokazu pomdct’ algoritmu dostat’ sa z lokalneho extrému. Stard populacia, ktora stagnuje je
nahradend novou ndhodne vygenerovanou. Existuje viacero typov reinicializicie. Zvycajne sa
pouziva v ostrovnych aj jednoduchych genetickych algoritmoch. Jej aplikacia na celularne
algoritmy si vyZaduje niekolko uprav. Na reinicializaciu sa modzeme pozriet' z niekolkych
pohladov:

Prvym z nich je pohl'ad na podmienku uskutoc¢nenia reinicializacie:

e Periodicka reinicilizacia sa uskuto¢niuje po vopred stanovenom pocte generacii bez ohl'adu
na priebeh fitness.

e Udalostou inicializovana reinicializdcia sa uskutocni po splneni podmienky pre
reinicializaciu. Méze to byt stagnécia fitness, pokles diverzity, afinity (afinita je podobnost’
jedincov a je to jedna z charakteristik populécie [49] ) medzi jedincami.

Dals§im pohl'adom je rozsah reinicializacie:

e Celkova reinicializacia — reinicializujeme celtl populéciu (subpopuléciu).
o Ciasto¢na reinicializacia — reinicializujeme iba ¢ast’ populacie (subpopulacie).
o Jedince na reinicializaciu mézeme vybrat’ nahodne.
o Jedince mdézeme vybrat podla zvoleného kritéria — podobnost’, diverzita, afinita.

Pri reinicializacii celularnych PGA sa mdzeme na reinicializaciu pozriet’ este z pohl'adu polohy
reinicializovanych jedincov:

e Reinicializacia kompaktného bloku
¢ Reinicializécia ndhodne vybranych jedincov
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Vzhl'adom na Struktaru celuldrneho genetického algoritmu je pre nas nevyhodné reinicializovat’
cela populaciu. Dalfou moznostou je reinicializacia jednotlivych jedincov alebo istej skupiny
jedincov v ramci mriezky. V pripade 2D mriezky nastava po reinicializacii jednotlivcov ako aj
oblasti jedincov rychle ovladdnutie reinicializovanych jedincov susednymi, kratkodobo lepSimi
jedincami, ktori neboli reinicializovani. Jednou z moznosti ako zabranit' rychlemu ovladnutiu
reinicializovanej oblasti susednymi jedincami a umoznit’ reinicializovanym jedincom vytvorit
stavebné bloky je doCasné izolovanie reinicializovanej oblasti. Tato izoldcia musi byt dostatocne
dlhéd na to, aby sa mohli vytvorit' a presadit’ stavebné bloky. V dalSej faze bude tato blokécia
uvolnend a vytvorené jedince si mdézu vymienat stavebné bloky so zvySkom populacie.
Experimentalne porovname:

e celularny PGA — Algoritmus A (Obr. 2.7),

e celularny PGA s reinicializaciou nahodne vybranych jednotlivcov kazdych 300 generacii —
Algoritmus B (Obr. 2.7),

e celularny PGA s reinicializaciou bloku kazdych 300 generacii — Algoritmus C (Obr. 2.7),

e celularny PGA s reinicilizaciou bloku kazdych 200 generécii, kde nasledovnych 100
generacii je aplikovand bariéra pre komunikdciu medzi reinicializovanymi jedincami
a zvySkom populécie — Algoritmus D (Obr. 2.7).

Rozmer mriezky je 24x24 jedincov, Cize celkovo 576, krizenie poskytuje dvoch potomkov, do
nasledovnej generacie postupuje najlep$i z trojice potomkovia + povodny jedinec. Pocet
reinicializovanych jedincov pre mriezku je 81 jedincov resp. blok o rozmere 9x9.

Aplikovanie reinicializdcie bez aplikovania bariéry neprindSa zlepSenie, dokonca moZe
degradovat’ vykon algoritmu. Aplikécia bariéry priniesla zlepSenie priebehu fitness funkcie. (Obr.
2.7). Pojem jemnozrnny v legende predstavuje celularny PGA.
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Obr. 2.7 Zobrazenie priebehu fitness pri porovnani roznych typov reincializacie, rozmer mriezky
24x24, testovacia uloha Eggholder 30 premennych

Evoluciou tohto rieSenia je oblast, ktora je od zvySku populdcie oddelend polopriepustnou
hranicou a umoziuje prienik informacie smerom z reinicializovanej oblasti v ktorejkol'vek generacii
a pritom zamedzuje ovplyviiovaniu reinicializovanych jedincov jedincami mimo tejto oblasti. Toto
rieSenie umoziuje neohrozeny prienik uZzito¢nej informdcie smerom k zvySku populacie, ¢im
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dokédzeme zrychlit’ a zlepsit’ priebeh konvergencie. Zaroven tym zabranime vymretiu nadejnych, ale
kratkodobo horsich jedincov, ktory potrebuju Cas a priestor, aby sa presadili. Tato oblast’ nemusi
byt v rdmci mriezky jedind, mriezka moze obsahovat’ niekol’ko oblasti, pricom kazda z nich moze
byt konfigurovand inym spdsobom, pripadne sa moze reinicializovat’ v rozdielnych generéciach.
Tieto oblasti sa mézu nachadzat’ kdekol'vek v ramci populacie, ich pozicia sa moze generovat
nahodne alebo mdze byt danéd pevne. Jednou z moznosti, ako umiestnit’ reinicializované oblasti je
ich umiestnenie v rohoch mriezky. Dalej je mozné ich umiestnit’ o ,,jedného jedinca® od okraja, &im
nadm vznikne medzi reinicializovanou oblast'ou a hranicou mriezky oblast’ podobna 1D Struktuare.
Na zvyraznenie tohto efektu 1D Struktiry je mozné dokonca zakazat' prienik informacie smerom
z reinicializovane] oblasti do tychto miest. (Obr. 2.8) Pri takomto rozlozeni celularneho PGA
s reinicializovanymi oblastami a dostato¢nej velkosti mriezky a reinicializovanych oblasti nam
vznikne kombinacia 1D a 2D Struktury. Takéato forma algoritmu moéze byt prinosna najmi ak
nevieme s urcitost'ou povedat’, €i pri rieseni problému bude vyhodnejsia 1D alebo 2D Struktura.

Obr. 2.8 Zobrazenie polopriepustnych oblasti v rohoch, polopriepustnych oblasti v rohoch vzdialené
od okraja o ,,jedného jedinca®, polopriepustnych oblasti v rohoch vzdialené od okraja o ,,jedného
jedinca®

2.4 Experimentalne porovnania vybranych typov celularneho PGA
s reinicializaciou a bez reinicializacie
Pri pouziti reinicializacie a polopriepustnych oblasti je dolezité uvazovat’, v pripade Zze mutécia

prebieha nad celou populaciou, ¢i je potrebné udrzat’ najlepsSieho jedinca v ramci polopriepustnej
oblasti alebo nie.

Teraz predpokladajme celularny PGA nasledovnym nastavenim Algoritmus A:

rozmer mriezky 16 x 16 jedincov (spolu 256 jedincov)

krizenie poskytuje 2 potomkov

mutécia prebehne nad oboma potomkami

do nasledovnej generacie postupuje najlepsi z trojice potomkovia + pdvodny jedinec.

Dalej predpokladajme rovnaky algoritmus, ktory obsahuje $tyri polopriepustné oblasti o velkosti
4x4 jedince v rohoch posunuté o jedného jedinca od kraja a reinicializaciou na zéklade uhla fitness.
Algoritmus B. Z vysledkov pri pouziti testovacej ulohy Eggholder 30 je viditeI'né zlepSenie
konvergencie hodnoty fitness jednotlivych (Obr. 2.9).



» o

firess

, ,
I!
J

<3k 1 1 1 1 1 1 1 1 .
0 200 400 €000 300 10000 12000 19000 16000 13000
o0 et gereadcy

Obr. 2.9 Zobrazenie porovnania priemernych hodnot z 30 behov celularneho PGA o rozmere bez
reinicializovanych oblasti s celularnym PGA s reinicializovanymi oblastami, testovacia tloha
Eggholder 30 premennych

Dalej predpokladajme celularne PGA nasledovnym nastavenim:

a. celularny, kde uvazujeme 2 potomkov — Algoritmus A (Obr. 2.10)
o rozmer mriezKy 24 x 24 jedincov (spolu 576 jedincov)
o krizenie poskytuje 2 potomkov
o mutacia prebehne nad oboma potomkami
o do nasledovnej generacie postupuje najlepsi z trojice potomkovia + pdvodny jedinec

b. algoritmus srovnakou konfiguraciou, ktory je ale vybaveny Styrmi polopriepustnymi
oblastami srozmerom 4x4, ktoré sa reinicializuji na zaklade sklonu uhla fitness—
Algoritmus B (Obr. 2.10)

c. celularny PGA kde uvazujeme 1 potomka — Algoritmus C (Obr. 2.10):
o rozmer mriezky 24 x 24 jedincov (spolu 576 jedincov)
o krizenie poskytuje 1 potomka, podobnejSieho jedincovi s lepSou fitness
o mutécia prebehne nad potomkom hned’ po krizeni
o do nasledovnej generacie postupuje lepsi z dvojice potomok + pdvodny jedinec

Z porovnania tychto algoritmov vychadza ako najispesnejSia verzia s algoritmom, ktory je ale
vybaveny Styrmi polopriepustnymi oblast’ami (Obr. 2.10).
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Obr. 2.10 Porovnanie priemernych hodnoét fitness z 30 behov réznych konfiguracii celularneho
PGA. Testovacia uloha Morse 14 atdbmov (42 premennych)

Porovnajme S$tyri konfiguracie celularneho PGA s rozmerom mriezky 24x24 jedincov kde
krizenie poskytuje 2 potomkov a do nasledovnej generacie postupuje najlepsi z trojice potomkovia
+ povodny jedinec:

a) mutdcia nastane ihned’ po krizeni - Algoritmus A (Obr. 2.11)

b) mutacia nastane ihned’ po krizeni a mriezka obsahuje Styri reinicializované oblasti v rohoch,
kazdad o velkosti 6x6 jedincov. Oblasti su posunuté od okraja ojedného jedinca s
mechanizmom, ktory zabrafiuje mutacii najlepSieho jedinca v rdmci reinicializovanej oblasti. -
Algoritmus B (Obr. 2.11)

¢) mutacia nastane az po vyhodnoteni posledného jedinca v mriezke - Algoritmus C (Obr. 2.11)

d) mutécia nastane az po vyhodnoteni posledného jedinca v mriezke a mriezka obsahuje Styri
reinicializované oblasti v rohoch, kazda o velkosti 6x6 jedincov. Oblasti s posunuté od
okraja o jedného jedinca s mechanizmom, ktory zabraiiuje mutacii najlepSieho jedinca v ramci
reinicializovanej oblasti. - Algoritmus D (Obr. 2.11)

Z porovnania tychto algoritmov vychéadza, Ze pri funkcii Eggholder sa mutacia po vyhodnoteni
posledného jedinca v mriezke javi ako velmi neperspektivna. Ale ak ju pouzijeme spolu
s reinicializaciou, vykon algoritmu sa vyrazne zlepsi a v zavere dosiahne podobny vysledok ako
mutdcia, ktora prebieha okamzite po krizeni a ktora dosahuje od zaciatku lepsi vykon (Obr. 2.11).
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Obr. 2.11 Porovnanie hodnot fitness pri testovacej funkcia Eggholder 30 premennych

Pri porovnani:

a. celularneho PGA srozmerom 24x24, s dvoma potomkami z procesu krizenia a mutdciou
hned’ po krizeni - Algoritmus A (Obr. 2.12)

b. celularneho PGA s rozmerom 24x24, s dvoma potomkami z procesu kriZzenia a mutaciou
hned” po kriZzeni obsahujiceho Styrireinicializované oblasti o rozmere 6x6 jedincov
v rohoch vzdialené od kraja mriezky o jedného jedinca. Algoritmus B (Obr. 2.12)

s vyuzitim testovacej funkcie Fiveholes je vidiet, ze reinicializované oblasti su schopné prindsat’
nové rieSenia a pomoct’ algoritmu pri stagnacii v lokalnom extréme (Obr. 2.12).

05
1}
g A
T as /
2
\'B
2% 2 4 6 8 10 12

podet vyhodnoteni x 10°

Obr. 2.12 Zobrazenie porovnania priemernych hodnét fitness z 30 behov celularneho PGA bez
reinicializovanych oblasti s celularnym PGA so Styrmi reinicializovanymi oblast’ami o rozmere 6x6
jedincov, testovacia tloha Fiveholes 5 premennych
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3 Navrh programovej GRID-ovej vypoctovej Struktury pre
PEA

Vzhl'adom na to, ze evolu¢né algoritmy patria medzi Casovo/vypoctovo narocné optimalizacné
metody ako aj vzhl'adom na nas§ zamer vyuzivat' pri optimalizécii (vyhodnoteni fitness) rdozne typy
simula¢nych softvérov (Matlab/Simulink, Adams, Ansys), v ktorych simulédcie Casto zaberaji
omnoho VicSi Cas, ako je beh samotného EA bolo pre nas potrebné vyvinit vhodné rieSenie, ktoré
nam umozni skratit’ dobu behu algoritmu. Bezne je pomer vypoctového ¢asu medzi vyhodnotenim
fitness celej populécie a ostatnou réziou PGA 10:1 aviac. Ako priklad m6Zeme uviest' vypocet
optimalizacie parametrov PID reguldtora (s pomocou jednopopulaéného GA s populdciou
o velkosti 30 jedincov privyuziti prostredia Matlab Simulink s periddou vzorkovania 0.001
sekundy). Vyhodnotenie fitness funkcie trvalo 99.86% ¢asu behu celého algoritmu. Nasim cielom
bolo navrhnit' vypoctovi platformu pre vypocty v prostredi Matlab s pripadnym vyuZzitim
Specializovanych softvérov na vyhodnotenie fitness (Matlab/Simulink, Adams, Ansys), pomocou
ktorej bude mozné do vypoctu zapojit' rdzne pocitae a pri tom vyuzit uz existujucu sietovi
infraStrukturu.

3.1Grid s vyuzitim SQL databazy

Po zvézeni vSetkych mozZnosti sme sa rozhodli vyvinat vlastné rieSenie na distribuované
vypocty, ktoré bude zodpovedat’ nasim potrebam. Z dévodu ¢o najvacsej univerzalnosti sme zvolili
Master-slave architektiru. V naSom pripade komunika¢nt vrstvu medzi Masterom a klientmi tvori
Microsoft SQL databaza a FTP server. Prinosom SQL databazy je jej schopnost’ efektivne obsluzit
velky pocet poziadaviek, riesit’ pripadné komunikacné konflikty ako aj spracovat’ vel’ké mnozstvo
dat vrelativne kratkom case. Okrem toho, jej vyuzitie nam umoziuje efektivne riadenie
moznost’ efektivne rozlozit’ komunikacnu zat'az na viac fyzickych pocitacov a neposlednom rade je
mozné vyuzit’ vstavané sluzby pre analyzu dat nad este beziacim EA/PEA.

V ramci nasho gridu je mozné spustat’ viacero experimentov nad jednou databazou, pricom
Master procesy sa mozu nachadzat’ na jednom fyzickom pocitaci, alebo na réznych fyzickych
pocitacoch. Pocet suCasne beziacich experimentov je limitovany len vykonom SQL databazy.
Medzi d’alSie vyhody rieSenia s SQL databdzou patri to, ze jediny viditelny prvok s pevnou a zo
vsetkych pocitacov vidite'nou IP adresou je SQL server. Medzi ostatnymi pocitacmi zapojenymi do
vypoctu nemusi existovat’ priama viditel'nost’ a to ani zo strany SQL servera. Postacujuce je, Ze
viditel'ny je SQL server. Pocitate sa m6zu nachadzat za smerova¢mi (routerami) s NAT, proxy
serverom a mozu mat’ dynamicky pridelované IP adresy. Skratka NAT predstavuje sposob upravy
sietovej premavky cez smerovac, kde pocitace nachadzajice sa za smerovaCom nie si priamo
dosiahnutelné z IP adresy nachadzajtcej sa pred smerovacom.

Na dosiahnutie este vysSieho vykonu ako dosahuje bezna MS SQL sme sa rozhodli vyuzit RAM
disk pre fyzické ulozenie tabuliek databazy. RAM disk predstavuje virtualny disk, nachadzajtci sa
v paméti RAM, ktory sa pre operacny systém javi ako bezny pevny disk. Vyhodou takéhoto rieSenia
su vel'mi rychle Casy Citania a zapisu dat na nom ulozenych. Toto rieSenie je podobné In-memory
databazam.
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3.2 Vlastna realizacia gridu

Matlab umozituje viacero spOsobov spojenia s databazou. Jeden zasi najrozSirenejSich
a najpouzivanejsich je vyuzitie vlastného Database toolbox-u ktory je multiplatformny. V naSom
rieSeni ale preferujeme Microsoft OLE konektor, ktory je rychlejsi ako Matlab Database toolbox.
Na tomto mieste treba uviest, ze je mozné kombinovat’ klientov vyuzivajicich Matlab Database
toolbox s klientmi vyuzivajucimi Microsoft OLE. Klienti mézu dostavat’ jedincov na vyhodnotenie
fitness bud’ po jednom alebo ich mézu dostavat’ po blokoch, ¢im dokazeme znizit' ¢as potrebny na
komunikaciu medzi SQL databazou a klientmi. Na jednom fyzickom pocita¢i moézeme spustit’ pri
dostato¢ne vel’kej RAM rovnaky pocet Matlabov, ako je pocet jadier. Navrhnuty Grid predstavuje
moduldrne rieSenie, kde sa podla poziadaviek pouzivatel'a mézu po drobnych upravach pouzivat
rozne typy databaz MS SQL, MySQL, Oracle apod. aklienti moézu byt pouziti na réznych
operacnych systémoch Windows, Linux. V pripade pouzitia vypoctov pod OS Linux nie je mozné
pouzit’ Microsoft OLE, ale je nutné vyuzit’ Matlab Database toolbox. My preferujeme vyuzitie MS
SQL a klientov vyuzivajacich Microsoft OLE.

3.3 Experimentalne vysledky

Na testovanie nami navrhnutého Gridu sme vyuzili nasledovna konfiguraciu master a klienti boli
spusteni na pocitaci s dvoma 4-jadrovymi procesormi Opteron 2354 s 16 GB RAM, SQL databéza
bola spustena na pocita¢i s CPU Athlon 6000+ procesor s 2GB RAM. Obidva pocitate boli
pripojené do fakultnej siete s rychlostou 100Mb/s a nachadzali sa na rozdielnych miestach. K tomu,
ze je paralelné architektira efektivnejSia ako sekvencné vykonavanie programu musi byt dodrzana
nasledovna rovnica [18]:

T
T

P

P=

>1 (3.1)

Kde P je faktor vykonnosti, 7, je Cas vykonania EA na jednom jadre, 7, je Cas vykonania

programu pomocou paralelnej infraStruktary. Testovaci EA mal nasledovni konfiguraciu: 50
jedincov, ale len 38 bolo vyhodnocovanych, zvysni prechadzali nezmeneni z predchadzajlcej
generacie aich fitness bola znama. Pocet generacii bol 1000. Pocet klientov (slave pocitacov)
v paralelnej konfiguracii bol 6.

Pre problém kde vyhodnotenie jedného jedinca trvalo 0.2293 sekundy sme dosiahli P=5.291
a pre problém, kde vyhodnotenie jedného jedinca trvalo 2.2101 sekundy sme dosiahli P=5.432.
V idedlnom pripade by sa malo P rovnat’ po¢tu procesorov (v tomto pripade 6), ale Cislo je nizSie
zdovodu ndkladov na komunikédciu. Efektivitu paralelnej konfigurdcie moézeme definovat
nasledovne:

T
Efektivita = ——x100|%
fektivita = —= [%] (3.2)

p

Kde N je pocet vypoctovych uzlov. Efektivita pri rieSeni problému kde vyhodnotenie jedinca trvalo
0.2293 sekundy bola 88.194% a pre problém, kde vyhodnotenie jedného jedinca trvalo 2.2101
sekundy bola 90.537%. Dalsi test bol vykonany na nasledovnej hardvérovej konfigurécii: Intel Core
17 860 procesor s 4 GB RAM, vyuzili sme 4 klientov. Nastavenie genetického algoritmu bolo
nasledovné: 50 jedincov, ale len 38 bolo vyhodnocovanych, zvysni prechadzali nezmeneni
z predchadzajicej generacie a ich fitness bola znadma. Pocet generacii bol 100.
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Tab. 3.1: Efektivita Gridu

Cas vyhodnotenia T ..

e dnéh}(l) jedinca [s] T [s] » L8] Efektivita [%]
0,1091493 414,9744387 119,5956316 86,74
0,2028549 770,6914000 218,1047329 88,33
1,0140683 3853,2000000 1021,3769092 94,31
5,0076530 19029,0000000 5017,0713304 94,82

V pripade, ze T,<< T, kde T, je pocitany na N vypoctovych uzloch:

Ty +Tﬁt

S

lim = lim

T/I/*)OO T[l T/;/Hmm - (8.3)

kde T, je Cas genetického algoritmu bez vyhodnotenia fitness, 7, je Cas vyhodnotenia fitness a

T,

= Twee T Tsor , Tnee Jje oneskorenie sposobené komunikaciou po sieti a Tso; je Casové

oneskorenie spdsobené spracovanim na SQL serveri.

Z tabulky 3.1 je mozné vidiet, ze so znizovanim casu potrebného na vypocet fitness sa znizuje
efektivita vypoctu. Co je vSak skutoCnost’, s ktorou sa stretdvame pri kazdej paralelnej vypoctovej
architekture.

Ako vyhody nami navrhnutého gridového rieSenia mézeme povazovat’:

efektivita

moznost’ spustat’ paralelné experimenty (viacero experimentov naraz)

multiplatformnost’

moznost’ pouzit’ na realizaciu vol'ne dostupny softvér (okrem Matlabu) a vd’aka tomu znizit’
naklady

eliminovanie uzkeho hrdla pri komunikécii s Masterom

pocitace nemusia byt navzdjom priamo viditelné (okrem databazy), funkcionalita aj za
pocitacmi nachadzajicimi sa za NAT a proxy serverom

vyuzitie existujicej sietovej architektary

moznost’ pouzitia roznych typov EA/PEA

moznost’ pouzitia roznych typov databaz

moznost pripojovat’ a odpojovat’ klientov pocas behu experimentu

moznost’ vyuzitia grafickych kariet pri vypocte fitness nie je limitovana architekturou gridu
ale je zavisla iba od tvorcu fitness funkcie a pouzitych pocitacov
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4 Zaver

Evolu¢né algoritmy sa v poslednom obdobi stale viac uplatiiuju pri rieSeni optimaliza¢nych
problémov. Existuje vel'a pristupov k zefektivneniu EA, jednym z nich paralelizacia. Napriek dlhej
historii EA je ich paralelizacia vysoko aktudlna a pritom nedostatocne preskiimand oblast’. Stale
CastejsSie sa objavuju snahy o zrychlenie konvergencie a zabranenie uviaznutia v lokdlnom extréme
ako aj snahy o zapojenie viacerych pocitacov do vypoctu EA.

Jednym zo sposobov ako prispiet’ k zefektivneniu PEA je reinicializécia. Tento v literatire vel'mi
zriedkavo prezentovany operator dokaze prispiet’ ku zvySeniu diverzity v PEA. Zvycajne sa pouziva
v kombinécii s ostrovnymi PEA. Tato dizertatna praca prezentuje aplikaciu reinicializacie na
celularne PGA. Aplikécia reinicializacie si vyziadala Specificky pristup a nebolo mozné pouzit
postup bezne vyuzivany v ostrovhom PEA, kde su jednotlivé populacie od seba izolované. Navrhli
sme Strukturovanie populdcie na oblasti v rdmci celularneho PGA, ktoré spolu s polopriepustnou
bariérou samo o sebe vedie k zvySeniu diverzity. Vdaka kombindacii Struktirovanej populacie
populacie, polopriepustnej bariéry a reinicializacie, ktord bola aktivovand pomocou sklonu uhla
fitness funkcie sme dokazali prispiet’ k zlepSeniu konvergencie vybranych testovacich tloh ako aj
vybranych praktickych uloh (Optimalizacia pohybu robotického ramena, hladanie optimalne;
drahy).

Na zaklade rozdielov v rychlosti konvergencie a dosiahnutych rieSeniach medzi jednopopulacnym
GA a celularnym GA sme navrhli experiment s testovacou ulohou, kde na dosiahnutie globalneho
extrému staci kombinacia dvoch vhodnych jedincov. Na zaklade vysledkov sme navrhli upraveny
jednopopulaény GA. ktory vyuziva niektoré prvky zcelularneho PGA (kazdy jedinec skrizi
s nahodne vybranym partnerom, potomkovia sa zmutuju a najlepsi z trojice potomkovia + povodny
jedinec postupuje do nasledovnej generacie). Pri testovani s vyuzitim rdéznych testovacich funkeii
bol upraveny GA uspesnejsi ako neupraveny GA. Pri porovnani s inymi GA a PGA sa potvrdil
vplyv No Free Lunch teorémy. Poradie rozdielnych algoritmov bolo pre rozne testovacie tilohy
rozdielne.

Pre urychlenie vypoctov ¢asovo narocnych tilloh pomocou PEA sme navrhli vypoctovu platformu
pre Matlab vyuzivajucu SQL a FTP server. Je mozné vyuzitie Microsoft OLE alebo Matlab
Database Toolbox. Tato platforma umoziiuje dynamické pripdjanie a odpajanie pocitacov, vyuziva
uz existujucu sietova infrastruktaru, dokaze eliminovat tzv. ,Bottleneck™, je multiplatformna
a jednotlivé pocitace nemusia byt priamo viditeI'né. Toto rieSenie predstavuje v kombinacii s RAM
diskom efektivny vypoctovy Grid. Jeho Cinnost’ a efektivitu sme overili pomocou testov ako aj pri
rieSeni praktickej mechanicko-konstruk¢énej ulohy. Vyuzitie navrhnutého Gridu na rieSenie PEA
umozni efektivne rieSenie ¢asovo naro¢nych tloh ako aj novych uloh, ktoré doteraz z ¢asového
hl'adiska na naSom pracovisku nemohli byt’ rieSené.

Na zaver mdézeme skonStatovat, ze sa nam podarilo prispiet’ k zefektivneniu GA resp. PGA.
Aplikovali sme Struktirovanie populacie na oblasti v rdmci celuldrneho PGA, reinicializaciu na
celularne PGA. Navrhli sme upravy jednopopulacného GA, ktory je uspesnejsi ako jednopopulacny
GA bez uprav a vytvorili sme efektivnu vypoctovu platformu, na ktorej sa pripravuje riesSenie uloh
aj z inych pracovisk nasho ustavu. Navrhnuté riesSenia sme overili pri rieSeni praktickych tuloh. Tato
prace predstavuje odrazovy mostik pre d’alsi vyskum PEA/PGA na nasom pracovisku.
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