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1 Uvod

V nasom vyskume sme sa rozhodli venovat problematike detekcie a lokalizacie tvari a tvarovych ¢ft.
Siroké uplatnenie nachadza detekcia a lokalizacia tvéri atvarovych &ft vsystémoch pocitacového videnia
(computer vision) a takisto v automatickych monitorovacich a zabezpecovacich systémoch. Predmet vyskumu je
velmi aktualny a dava Siroké moznosti pre vyvoj novych metdd a pristupov na riesenie suvisiacich uloh. Oblast
priemyslu, v ktorej detekcia tvari momentdlne nachadza velké uplatnenie, je digitdlna fotografia. Digitalne
fotoaparaty vyZzivaju detekciu tvari za ucelom Upravy kontrastu i osvetlenia oblasti tvare v obraze uz pri jeho
tvorbe. Nasledne na Ulohu detekcie nadvazuje rozpoznavanie vyrazu tvare (hlavne usmevu) ¢i zatvorenych odi,
aby nasnimand fotografia bola naozaj dokonald anezaznamendvala rbézne neZiaduce javy. DOlezZitym
medzikrokom k tymto aplikdcidam je lokalizacia tvdrovych ¢rft, ktord dovedie systém k najvyznamnejSim
tvarovych ¢rtdm, ktoré sa menia v zavislosti od vyrazu tvare.

Dalej je tu obrovské mnoZstvo aplikacii, kde detekcia tvare tvori predstupefi pri rozpozndvani identity ¢i
vyrazu tvare. Americky Urad ndrodnej bezpecnosti ma k dispozicii systém na detekciu a extrakciu tvari z velkého
mnozstva tvari, ktoré sa vyskytuju vo velkych skupinach ludi v priestoroch ako su napriklad letiskové haly,
verejné zhromazdenia a podobne (napriklad inauguracie americkych prezidentov). Primarnou oblastou nasho
zaujmu je vyuZitie detekcie tvari a lokalizacie tvarovych ¢rt v oblasti robotiky a systémov pocitacového videnia.
V tejto oblasti ide najma o systémy zabezpecujuce interakciu robota s obsluhou a ndsledné autondémne
vyhodnocovanie a planovanie buduiceho spravania. Pre tieto systémy predstavuje detekcia tvari a lokalizacia
tvarovych ¢rt prvy stupen potrebny pre rozpoznanie uzivatelovej identity, jeho emociondlneho stavu ¢i zameru.
Nielen na rozpoznavanie tvari, ale uz aj na ich samotnu detekciu sa vo velkej miere vyuzivaju systémy
strojového ucenia a cely rad dalSich kybernetickych technik.

2 PrehPad su¢asného stavu problematiky

Prvym krokom pri spracovani obrazu ludskej tvare je urCenie a vymedzenie polohy tvare na snimke.
Tato uloha je vsak kvéli variabilnosti pozicie, orientdcie, pdzy a osvetlenia tvare velkou vyzvou pre strojové
spracovanie obrazu. Mézeme prejst k definicii pojmu detekcia tvare (Face Detection). Pri pouZiti lubovolného
obrazu je Ulohou detekcie tvére rozhodnut, ¢i st alebo nie su na obraze fudské tvare. Ak sa tam nachadzaju,
detekcia musi urcit polohu a rozmer kazdej z nich.
Faktory vplyvajice na detekciu tvari moézeme rozdelit nasledovne:
= Poloha. Vzhlad tvare na obraze sa meni v zavislosti od vzdjomnej polohy kamery a tvare, o mdze
spOsobit Ciastocné alebo Uplné ukrytie i prekrytie jednotlivych ¢ft tvéare (odi, pery, nozdry...).
=  Pritomnost alebo nepritomnost Struktirnych komponentov. Niektoré komponenty tvare, ako su fuzy,
brada ¢i okuliare m6zu, ale nemusia byt obsiahnuté v oblasti tvare. To vedie k dalsim variabilitdm, ktoré
stazuju detekciu.
=  Vyraz tvare. Vzhlad tvdre je do znacnej miery ovplyvneny prejavmi ndlady, ¢i pocitov.
= Prekryvanie. Tvare mozu byt ¢iastolne zakryté inymi objektmi, alebo dokonca prekryté inymi tvarami.
=  Orientacia obrazu. Obraz tvare sa takisto meni v zavislosti od r6znej rotacie okolo optickej osi kamery.
=  VonkajsSie podmienky. Pri snimani obrazu participuju rézne vonkajsie Cinitele ako su osvetlenie a r6zne
charakteristiky kamery, ¢o do velkej miery ovplyviiuje vnimanie obrazu a aj jeho spracovanie.

V tejto oblasti je viacero uzko suvisiacich uloh. Vychadzajuc zo Sandeep, Rajagopalan (2002) a Zhang and
Zhang (2010) moézeme hovorit o nasledovnych Glohach: Lokalizacia tvare (Face localization) zahffia urcenie
pozicie jednej tvare (Dasan et. al, 2015). Je to zjednodusena detekcia s predpokladom, Ze na vstupnom obraze
sa nachadza iba jedna ludska tvar. Detekcia tvarovych ¢ft (Facial features detection) ma za ciel zistit pritomnost
a poziciu jednotlivych ¢ft ako s oci, nos, nosné dierky, Usta, pery, usi atd. za predpokladu, Ze na obraze sa
nachddza iba jedna fudska tvar (Zou and de With, 2008), (Hassan and Hossain, 2014). Rozpozndvanie alebo
identifikacia tvdre (Face recognition or identification) vacSinou porovnava vstupny obraz s databazou
a informuje o zhode & nezhode (Vezhnevets and Sazonov, 2003, Oravec, Rozinaj and Beszéde$, 2008). U¢elom
ulohy nazyvanej autentifikacia tvare (Face authentification) je overit identitu jednotlivca vo vstupnom obraze,
kym metddy na sledovanie tvare (Face tracking) stanovuju polohu a moZnu orientaciu tvare v obrazovej
sekvencii v redlnom case (Dey, 2016). Rozpoznavanie vyrazu tvare (Facial expression recognition) sa zaujima
o identifikaciu citovych stavov ¢loveka (3tastie, smutok, znechutenie, atd’) (Pantic and Rothkrantz, 2000).



2.1 Histogramové metédy

Histogram v pripade spracovania obrazu ma najcastejSie formu tabulky, ktord obsahuje v sebe udaje
o pocetnom zastuUpeni jednotlivych hodnét vybranej farebnej zlozky v rdmci mnoziny vsetkych obrazovych
bodov. Napriklad pri sledovani pocetnosti jednej zo zlozZiek R, G, alebo B vo farebnom obraze s rozmermi m x n,
kde kazda zo zlozZiek je reprezentovana hodnotou od 0 do 255, bude histogram obsahovat 256 dvojic ¢isel. Prvé
Cislo vo dvojici bude udavat prislusni hodnotu farebného komponentu (0-255) adruhy udaj bude
reprezentovat jeho pocetnost v obraze (od 0 po maximalne MxN). V grafickom vyobrazeni ma potom histogram
formu stfpcového grafu, v ktorom je viditelné rozloZenie jednotlivych hodnét prislusného farebného
komponentu. Ak hodnoty pocetnosti v histograme podelime celkovym poctom obrazovych bodov, dostaneme
odhady pravdepodobnosti, sakou sa prislusnd hodnota farebného komponentu vyskytuje v obraze.
Jednoduchy histogramovo orientovany pristup nachddzame v préci Dahal et. al, 2016

Ak vytvorime histogramovy model, ktory bude sledovat pocetnost len v rdmci oblasti tvare v obraze,
ziskame tak odhad pravdepodobnosti, s akou dand hodnota farebného komponentu patri do oblasti tvare.
Klasifikator tak vykondva triedenie bodov na body s farbou pokoZzky a na body pozadia a to na zaklade vopred
stanoveného prahu pre dany odhad pravdepodobnosti. Pristup je popisany v praci Chai and Ngan (1999). Z
manuadlne extrahovanych oblasti tvdre z obrazov v tréningovom subore vznikol jeden histogram pre kazdu zo
zloZiek Cr a Cb. Histogram udava pocetnost hodnot jednotlivych komponentov v celom tréningovom subore.
Podobny pristup vyuZzivajuci cloudové aplika¢né rieSenie nachadzame v Praseetha and Vadivel (2016)

2.2 Kombinicia Gaussovych pravdepodobnostnych funkcii

Velké mnozstvo prdc pouziva pre klasifikaciu farby pokozky zmes Gaussovych pravdepodobnostnych
funkcii (MOG — Mixture of Gaussians, GMM — Gaussian Mixture Models) na urcenie pravdepodobnosti vyskytu
farby pokozky na obraze. Zakladnou vyhodou tohto pristupu je schopnost takéhoto modelu generalizovat
pravdepodobnost vyskytu farby pokozky uz z malého mnozstva tréningovych dat (Hamouz et. al, 2004, Zhu
and Fujimora, 2003).

V Jones a Regh (2002) uvadzaju autori porovnanie vykonnosti klasifikdtora pracujuceho na zaklade
histogramu a na zdklade kombinacie Gaussovych rozdeleni pravdepodobnosti. Funkcia hustoty zmesi
Gaussovych rozdeleni ja vyjadrenad ako suma jadier Gaussovych pravdepodobnostnych funkcii. Modely pre
farbu pokozky afarbu pozadia su trénované oddelene. V kazdom modeli bolo pouZitych 16 Gaussovych
pravdepodobnostnych funkcii a boli dosiahnuté pomocou paralelnej implementacie Standardného EM
(Expectation Maximization) algoritmu (Dempster, Laird and Rubin (1977).

Porovnanie roznych pristupov z hladiska vypoctovej narocnosti a potrebného datového priestoru
ukazuje jednu z nevyhod tychto metdd. Ziskanie linearnej kombindacie Gaussovskych modelov trva radovo
dlhsie. Naproti tomu ziskanie histogramového modelu sa z ¢asového hladiska omnoho rychlejSie. Podobne
znacné rozdiely badat aj pri testovani oboch modelov, teda pri klasifikacii obrazovych bodov. Pri vypocte
pravdepodobnosti vyskytu hodnoty urcitej farebnej zlozky musime pri zmesovom modeli pocitat so vsetkymi
pouzitymi Gaussianmi, ¢o predstavuje pomerne velkd vypoctovu nadro¢nost.

2.3 Bayessov klasifikator

Vezhnevetz et. al (2003) uvadzaju zakladné principy tohto pristupu. VyuzZivaju sa tu informacie ziskané z
histogramového farebného modelu. Hodnota Pskin(c) vypocitana podla (1) je podmienenda pravdepodobnost
P(c|skin) — pravdepodobnost, Ze pozorovana farba c je bod, ktory patri do oblasti tviare. Parameter skin/c]
oznacuje pocetnost bodov s farbou ¢ a Norm je oznalenie pre faktor, ktory pouZijeme pri normovani, ¢im
ziskame vyslednl pravdepodobnost vyskytu urcitej farby. NajéastejSie je parametrom Norm maximalna
hodnota v histograme.

skin[c]

Puin(€) = (1)


http://en.wikipedia.org/wiki/Arthur_P._Dempster
http://en.wikipedia.org/wiki/Nan_Laird
http://en.wikipedia.org/wiki/Nan_Laird

Priliehavejsie meradlo, ktoré je omnoho vyhodnejsie pouzit pri detekcii tvare, je pravdepodobnost
P(skin|c) — pravdepodobnost javu, Ze uréity bod je bodom pokozky, ak je jeho farba c. A tu sa dostadvame ku
kldéovému pravidlu, ktoré dalo nazov celému pristupu a je nim Bayessovo pravidlo. V nasom pripade bude mat
tvar (2).

-, P(c| skin).P(skin)
) 2
(skinjc) P(c| skin).P(skin) + P(c| —skin).P(—skin) )

P(c[skin) a P(c[-skin) su priamo vypocitané z histogramov pre farbu pokozky a pozadia. Apridrne
pravdepodobnosti P(skin) a P(-skin) m&zu byt takisto odhadnuté z celého mnoZstva vzoriek s farbou pokozky a
pozadia v tréningovej mnozine. Nerovnost P(skin/c)>0, kde © je prahova hodnota, m6ze byt pouZita ako
pravidlo pri detekcii farby pokozky. Opét sa dostavame ku ROC krivkam, ktoré ukazuju vztah medzi spravnymi
a nespravnymi detekciami pre dané klasifikacné pravidlo ako funkciu detekéného prahu. ROC krivka pre
detekéné pravidlo P(skin[c)>@ je invariantna vzhladom na volbu apridrnych pravdepodobnosti ato kvoli
povahe Bayessovho modelu. To znamen3, Ze hodnotu P(skin) ovplyviiuje iba volba prahu. Samotny vypocet (4)
nie je explicitne potrebny, ale zaujima nas iba vzajomny vztah medzi P(c[skin) a P(c[-skin) a nie ich presné
hodnoty

Porovnanim (2) arozhodovacieho pravidla P(skin[c)>@© dostaneme nové rozhodovacie pravidlo. Po
Upravach dostaneme ako vysledok vztah (3).

P(C|skirj) . k 1= P(skin)
P(c|—skin) P(skin)

(3)

Z uvedeného vyplyva, Ze volba apriérnych pravdepodobnosti neovplyviiuje spravanie detektora — pre
akukolvek apriérnu pravdepodobnost P(skin) je moziné vybrat vhodnl hodnotu K, ktord nam da rovnaky
detekény prah.

Ak sa pozrieme na pravdepodobnostné metddy detekcie tvari a chceme zhrnut ich viastnosti a vyhody
ich pouzitia, musime ako prvi spomenut schopnost generalizacie. Pravdepodobnostné modely maju schopnost
ziskat z malého poctu vzoriek v tréningovom subore pomerne velké mnoZstvo informdcii o distribcii farby
pokozky v uréitom farebnom modeli. Nevyhodou tychto metdd je ¢asto ich vypoctova néaroc¢nost, kde na
vypocet vyslednych pravdepodobnosti musime pocas samotnej detekcie vynaloZit vela hardvérovych ale aj
Casovych prostriedkov.

24 Markovove nahodné polia

Vybrali sme pracu Dass a Jain (2002). Algoritmus je navrhnuty pre Sedouroviiové obrazy a dané MRF je
navrhnuté pre velkost vstupného okna 20x15 obrazovych bodov. Kvéli jednoduchosti je pouZitych iba 16 Grovni
Sedej. Ako tréningovy subor bolo pouZitych 2000 obrazov tvari aj obrazov, ktoré tvare neobsahovali. Obrazové
okno je reprezentované ako mnoZina bodov s, ktoré nadobudaju hodnoty Sedej x,. Na odhad
pravdepodobnostnych pomerov v 8-susedstve obrazového bodu je pouZity vztah (4)

o) = PO )

> epiH(x,|x_,)}
(4)

pricom

H (XX ) = aX + D ByX.S,

teNg



kde x; je uroven Sedej aktudlne posudzovaného bodu, x; su uUrovne Sedej vSetkych bodov v obraze okrem
daného bodu a x; je bod v susedstve daného bodu. Parametre a a 8 sa ziskavaju z tréningovej mnoziny.
Spominané LPL pravidlo, ktoré sa uplatfiuje pri tréningu modelu, ma tvar (5).

N #S L-1
k k k k
LPL(a, B) =D | a.x¥ + D" By x¥.x —log| D exp| a,.x, + D B X X
-1 s=1 teNg Xs=0 teNg

(5)

- — (k) _ [y (k) (k) (k)
kde #~= e, seS) f={fseS te Ns}, X _(Xl 1 X e Xy ) s pozorované odtiene $edej k-teho tréningového

obrazu, pricom k=1, 2, ..., N. MnozZina S je mnoZina vSetkych obrazovych bodov a jej prvky su oznacované ako
s. Mnozina N je mnoZina bodov susedstva at su jej prvky. Premennd N je pocet tréningovych obrazov.
Kondtanta L uréuje pocet Urovni $edej, ktoré su pouzité vobraze. Cislo #S reprezentuje celkovy pocet
obrazovych bodov jedného obrazu.

Vypoctom upravujeme parametre modelu a a 8. Nasledne po tréningu prebieha klasifikacia, ktord sa
riadi odliSnym pravidlom LPR, podla ktorého je zostrojend klasifikacna podmienka. Ak je podmienka splnen3,
obraz je klasifikovany ako obraz tvare, v opacnom pripade je klasifikovany ako obraz, ktory neobsahuje tvar.

2.5 Metody s vyuzitim neurénovych sieti a systémov strojového ucenia

Jeden z najznamejsich je Rowleyho systém (Rowley et. al (1998)), ktory je pouZity na detekciu ¢elnych
priamych zobrazeni tvari v Sedo-tonovych obrazoch. Algoritmus pracuje na principe jednej alebo viacerych
neurdnovych sieti aplikovanych priamo na €asti vstupného obrazu a ndslednom poufziti rozhodovacieho bloku,
ktory na zaklade vystupov NN rozhoduje, i sa v obraze tvar nachadza, alebo nie. Jeden z novsich pristupov
nachadzame v Kumar, Kar a Cahndra (2014). Tento pristup vyuZiva podporné vektorové stroje (Support Vector
Machine) na detekciu tvari v zasumenych obrazoch.

Pri nasadeni v Ulohach detekcie tvare nasli velké uplatnenie aj Kohonennove samoorganizujice sa
mapy (Self-Oraganizing Map - SOM). Systém navrhnuty Kohonenom v osemdesiatych rokoch je jeden
z najpopuldrnejsich pristupov pouzivanych pre umelé neurénové siete. V Brown et al. (2000) prinasaju autori
navrh detektora farby pokozky zaloZeny prave na principe SOM. Metdda vyuziva dve SOM, pricom jedna z nich
je natrénovana na mnozine obsahujucej iba tvare a druhd na obrazoch, ktoré tvare vébec neobsahuju.
Trénovanie prebehlo na subore takmer 500 manudlne oznalenych obrazov. Vykonnost detektora bola
testovana na testovacom subore, ktory vytvorili autori. Ten isty subor bol pouzity aj na testovanie a pre lepsiu
validaciu vysledkov bol na testovanie pouZzity aj subor Compaq Skin Database (Jones a Regh (2002)). Na tejto
metdde bolo na testovanie pouzitych niekolko farebnych priestorov a vysledkom bolo, Ze detektor nevykazoval
viditelné zmeny vykonnosti pre rozne farebné priestory. Vykonnost na subore dat, ktory vytvorili autori bola
o Cosi lepsia, ako pre zmesovy model Gaussianov, zatial ¢o na Compaq databéze bola vykonnost SOM horsia
oproti RGB histogramovej metdde.

Uvadzame aj viacero novsich pristupov. AdaBoost algoritmus (Adaptive Boosting) je pomerne novy
pristup na vytvéranie klasifkatorov, ktoré su schopné klasifikovat aj nelinearne separovatelné mnoziny. Na
jednej strane je AdaBoost algoritmus citlivy na tzv. Sum vo vstupnych datach, no na strane druhej je v
porovnani s inymi algoritmami nezvycajne odolny voci pretrénovaniu. Priklad pouZitia pri detekcii tvari najdeme
v (Shuang, 2014 a Liuliu and Mianyang, 2016) kde sa Adaboost vyuZiva v spolupraci s PCA. Okrem toho sa na
tvorbu klasifikatorov v sucasnosti pouziva PAWR algoritmus (pocket algorithm with ratchet) uvedeny v Gallant
(1990). Tento algoritmus vychadza z pdvodného algoritmu trénovania pre doprednd neurdénovi siet —
perceptron. Pocket algorithm with ratchet (oznacovany ako "Pocket" perceptrén algoritmus) vychadza z
povodného algoritmu trénovania pre doprednu neurdénovu siet typu perceptrén. "IG" algoritmus (Information
Gain) — nazov by sa dal prelozit aj ako algoritmus informac¢ného zisku — sa pouziva pri vytvarani klasifikatorov
nazvanych rozhodovacie stromy.

Ak chceme porovnat vlastnosti NN v aplikacii na detekciu tvari v obraze, musime v prvom rade
spomenut ich vykonnost a presnost. Kvoli pomerne vysokej narocnosti implementécie sa pouzivaju hlavne
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v oblasti zloZitejsich systémov, ale aj tu existuju jednoduchsie alternativy, ktoré sa daju nasadit v akychkolvek
systémoch.

2.6 Gaborove filtre

Struktura a tvar tychto filtrov st odvodené od &innosti fudského vnimania tak, ako ho vykondvaju bunky
vo vizudlnom kortexe ludského mozgu. Mozog venuje Specidlnu pozornost prave orientacii a priestorovej
frekvencii (Huang, Shimizu a Bobatake, 2005).

Hoci teoreticky zaklad tychto priestorovych filtrov siaha az do patdesiatych rokov minulého storodia, je
stale k dispozicii viacero novych pristupov, ktoré vyuzivaju Gaborove filtre ako ndstroj na extrakciu informdcii
o priestorovom a frekvenénom rozlozeni obrazového signalu. Vo vacsine aplikacii si Gaborove filtre pouzité
v kombindcii s neurénovymi sietami. VSeobecny tvar Gaborovej funkcie g(x,y) je uvedeny v (6).

g(X, y) =s(x, y)-w, (X, y) (6)

Funkcia s(x,y) sa nazyva nosna a ma tvar komplexnej sinusoidalnej funkcie podla vztahu (7). Druha
funkcia w,(x,y) sa nazyva obdalka a ma tvar Gaussovej funkcie podla vztahu (8). VSeobecna Gaborova funkcia je
vyobrazend na Obr. 1.

s(x,y) = & (j(2.7.(Us X +V,.y) + P)) 7
w, (x,y) = K.op(- z(a2(x—x, ) +b2(y -y, ) @)

Obr. 1 Priklad Gaborovej funkcie.

Pre nasu oblast zdujmu su Gaborove filtre pouZzivané na detekciu tvari a ich rozpoznavanie. Nasadenie
Gaborovych filtrov sa zvycajne kombinuje s viacvrstvovym perceptrénom a algoritmami ako je AdaBoost a pod.
Dalej sa bliz§ie zameriame na detekciu tvari. Pre lepsiu ilustraciu popiseme konkrétny algoritmus. Huang,
Shimizu a Kobatake (2005) pouzili banku Gaborovych filtrov s polynomidlnou neurénovou sietou. Ako metdda
bola zvolena analyza hlavnych komponentov (PCA — principal component analysis).

V spominanom pristupe sa na detekciu priznakov pouziva metdda tzv. plavajuceho okna. Okno
postupne prechadza cez cely obraz a vstupuje do konvollcie s Gaborovymi filtrami. Tym dostavame tzv.
Gaborovu reprezentdciu obrazu. Z tychto odpovedi su extrahované tri typy vektorov priznakov: redlna zlozka,
magnitida a magnitida+faza. Tieto vektory tvoria vstup do polynomialnej neurénovej siete (PNN), ktora na



vystupe oznadi podobnost aktudlneho plavajiceho okna s tvarovou, resp. netvarovou oblastou. Spominana siet
je jednovrstvova, takze potrebuje ovela mensi ¢as na ucenie ako viacvrstvovy perceptron.

KedZe vektory priznakov, ktoré sme opisali, maju prili§ velké rozmery, o vedie k znacnej velkosti
samotnej PNN siete, musime dané vektory rozmerovo zredukovat. VyuZiva sa na to analyza zakladnych
komponentov, ktorej vysledkom su tzv. vlastné vektory (eigenvectors).

Pouzitd PNN siet je trénovana na tvarovych a netvarovych vzorkach. Inicializacia vah je ndhodna, ale
kedZe ide o jednovrstvovu siet, nema inicializacia vah vplyv na rychlost uéenia. Siet bola trénovana na 2987
obrazoch tvari. Z kazdého obrazu je vybratad vzorka s velkostou 20x20 obrazovych bodov. Natiahnutim
a zmensenim rozmerov su ziskané dalSie 4 vzorky. Z vyslednych piatich vzoriek su dalej urobené zrkadlové
obrazy, ¢o umoznuje pokryt variacie, ktoré sa vyskytuju v redlnom svete. Experimentalne vysledky opisaného
algoritmu boli vyhodnotené na viacerych testovacich siboroch, kde boli dosiahnuté o¢akavané dobré vysledky.



3 Ciele prace

Na zdaklade studia odbornej avedeckej literatiry a poznatkov ziskanych v problematike strojového
rozpoznavania ludskych tvari sme si stanovili nasledovné ciele dizertacnej prace:

31 Farebna analyza

Analyza farby pokozky v priestore farieb, ktory je zaloZeny na oddeleni luminancnej zlozky od
chrominanénych zloZiek a najdenie vhodného modelu, ktory bude vyuZivat chrominanéné zlozky. Vychadzame
zo znameho predpokladu, Ze jasova zlozka neovplyviiuje vyznamnym spdsobom farbu. Na zdklade analyzy
histogramov chrominancénych zloZiek navrhneme 2D model farebného histogramu farby pokozky. Na
spracovanie a kédovanie digitdlneho videa je podla odporucania Standardu CCIR-601 pre vysielanie v Eurdpe
k dispozicii farebny priestor YCbCr, ktory je velmi blizky farebnému priestoru v systéme PAL (YUV).

3.2 Gaborove priznaky

Analyza avyhodnotenie Ucinnosti priznakov ziskanych réznymi Gaborovymi filtrami pri lokalizacii
jednotlivych tvarovych ¢rt a uréenie vhodnej reprezentacie pouzitelnej pre strojové spracovanie.

Vyhodnocovanie priznakov ziskanych pouzitim Gaborovych filtrov mézeme najst vo viacerych pracach.
My si kladieme otazku, ako vybrat optimalnu bazu Gaborovych filtrov, to znamenad ich pocet a hodnoty ich
parametrov. Standardne sa stretdvame s bankou 40 filtrov (5 frekvencii /6 orientacii), pripadne aj s inymi
stratégiami (4/6, 3/6) bez blizSieho zdévodnenia vyberu (Shen and Bai 2006). Nasim cielom je dosiahnut
redukciu poctu priznakov pouZzitim minimalizovanej banky filtrov, pricom budeme aplikovat len filtre, ktoré
budu z hladiska nasho vyhodnotenia vhodné na detekciu konkrétnych ¢rt tvare. Vytvorenie novej metddy
detekcie ludskej tvdre vychadzajucej z existujucich metdd, zaloZenej na detekcii farby pokozky pouZitim
vlastného farebného modelu alokalizacii tvarovych ¢&ft pouZitim optimdlnej banky Gaborovych
filtrov vytvorenej na zdklade analyzy textur.

3.3 Vykonnostna analyza

Vyhodnotenie navrhnutych postupov z hladiska vykonnosti.
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4 Vysledky dizerta¢nej prace a vykonané experimenty

4.1 Farebna analyza

Farebnu analyzu farby ludskej pokozky sme vykonali vo farebnom priestore YCbCr. Tento farebny
priestor poskytuje oddelenie chrominancnych zloZiek od jasovej. Pri analyze histogramovych modelov farby
ludskej pokozky sme sa zamerali na ziskanie invariantnych charakteristik farby pokozky, ktoré by sme mohli
pouzit naprie¢ roznym typom farby pleti ako aj meniacich sa vonkajsich podmienok, ako je napriklad osvetlenie.

Analyzou histogramovych modelov pre chrominancéné zlozky Cb a Cr pre rozne typy farby pleti sme
spozorovali vysokd mieru podobnosti histogramovych modelov pre farbu pokozky azijského, eurdpskeho
a afrického typu pokozky. Tieto tri modely ndm umoznili tvorbu zjednoteného histogramového modelu farby
pokozky, ktory poskytuje vyhovujlce diskriminacné vlastnosti pri detekcii oblasti s farbou ludskej pokozky.

V dalSej analyze sme vytvorili kombinovany histogram oboch chrominancnych zloziek Cr a Cb. Namiesto
sledovania pocetnosti kazdej zlozky osobitne, navrhli sme sledovanie pocetnosti kombinacie hodnot
jednotlivych zloZiek. Takto navrhnuty farebny model poskytuje zlepSenie diskriminaénych schopnosti ziskaného
farebného modelu pri detekcii tvari. Dosiahnuté vysledky boli publikované v praci Beniak, Pavlovi¢ova a Oravec
(2008). Vysledkom je 2D histogram (Obr. 2), na zaklade ktorého potom prebieha klasifikacia jednotlivych
obrazovych bodov. Vysledky porovnania diskriminacnych schopnosti s konkurenénym modelom uvddzame
v Tab. 1.

'
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Obr. 2 3D reprezentacia kombinovaného histogramu reprezentujuca distribuciu farebnych zloZiek Cb a Cr v oblasti
tvare.

PouZitie takéhoto modelu pre farbu ludskej pokozky vedie ku zlepSeniu Ucinnosti celého systému. Na
testovacom subore 100 obrazov z databazy FERET dosiahol algoritmus vy$siu Uspesnost v zmysle mensieho
poctu faloSnych detekcii. Porovnanie tohto parametra pre jednotlivé typy tvari uvadzame v Tab. 1.
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Tab. 1 Porovnanie vykonnosti algoritmov — pocet falosSnych detekcii v troch podmnoZinach testovacieho siboru.

2D model farby pokozky Oddelené modely pre Cb a Cr
(Beniak et. al 2011) (Oravec et. al, 2008)
Podmnozina | Velkost suboru FP (pocet) FP (%) FP (pocet) FP (%)
African 14 3 17,65 9 64,3
Asian 7 0 0 2 28,57
European 79 10 12,66 12 15,19
All 100 13 13 6 23

4.2 Gaborove priznaky

V analyze Gaborovych priznakov aich Ucinnosti sme sa sustredili na problematiku vyberu optimalnej
banky filtrov na lokalizaciu tvarovych ¢ft. Do optimalnej banky filtrov boli vybraté iba také filtre, ktoré poskytnu
relevantné data pre dané pouzitie a velkost banky filtrov. Analyzu sme vykonali na zaklade statistickych veli¢in
odpovedi jednotlivych filtrov (smerodajnd odchylka aenergia). Znich odvodeny parameter narastu
informacného potencidlnu Gi(bw,6) (Informational Potential Growth Parameter) sme pouZzili ako diskriminacné
kritérium pri vybere filtra. Parameter je definovany podla nasledujiceho vztahu (9):

G.(bw,6) = D, (bw,6) — D, .. (bw, &)

n_min

(9),

kde D, (o, 6) =+, 2(bw, 6) +¢, (ow, 6) .

Veli¢ina 0,°(bw,6) je rozptyl a e(bw,8) je energia signalu, ktory reprezentuje odpoved Gaborovho filtra
so Sirkou pasma bw a priestorovou orientaciou 6.

Do banky filtrov su vyberané najlepsie filtre podla parametra Gi(bw,6). Vyberovy prah je urceny na
zadklade poZadovanej velkosti banky filtrov. llustraciu tohto postupu uvddzame na Obr. 3.

T bw=0.35 theta=0 bw=0.475 theta=0
Gitbw, &[]
0.9

0.3
o bw=0.6 theta=0 bw=0.725 theta=0
0.6

05

04

03

bw=0.85 theta=0 bw=0.975 theta=0

Obr. 3 Vyber banky filtrov s vel’kost’ou 8 (Filter Bank 8) a jemu prislichajica prahova hodnota (vyznacena
¢ervenou). Vybrana banka filtrov je uvedena vpravo. Banka filtrov poslizi na lokalizaciu o¢i.
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Banku filtrov, ktord sme takymto spésobom wvybrali, pouzZijeme v algoritme na detekciu tvari, na ktorej su
lokalizované tvarové crty. Algoritmus vyuZiva Gaborove priznaky, z ktorych ziska Statistickou analyzou velké
mnozstvo priznakov. Tieto priznaky su dalej spracované viacvrstvovym perceptronom, ktory na zaklade
naucenych poznatkov dokaze vyhodnotit, ¢i dana vzorka obsahuje tvarovu ¢rtu, alebo nie. Takymto sp6sobom
je skenovana kandidatska oblast tvare a vyhodnocuje sa pritomnost hlavnych tvarovych ¢ft (odi, Usta, nos). Ak
kandidatska oblast tvare obsahuje minimalne dve tvarové érty, je tato oblast validovana ako oblast tvére.
Takymto sp6sobom dokazeme zlepsit vykonnost detektora vyuzivajuceho farebnu analyzu.

Hore uvedeny postup validacie kandidatskej oblasti uvadzame v grafickej podobe na Obr. 4.

bw=0.35 theta=0

bw=0.475 theta=0

Obr. 4 Tok dat pre proces vyberu optimalnej banky Gaborovych filtrov

4.3 Vykonnostna analyza

Nase testovanie malo tri ¢asti. Najprv sme podrobili testovaniu vykonnosti navrhovany algoritmus
s pouzitim banky filtrov réznych velkosti. Banku filtrov s najlepsSimi vysledkami sme potom nasadili v testoch
vykonnosti spolu sinymi algoritmami nevyuzivajicimi Gaborove filtre. Treti stupen testovania spocival
v porovnavacich testoch vykonnosti s algoritmom vyuZivajucim Gaborove filtre a ktorého architektura je
porovnatelnd s nasim navrhom. Prehlad navrhnutych testovacich scenarov uvadzame na Obr. 5.
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Obr. 5 PrehPad testovacich scenarov

Vysledky testovania nasadenia banky filtrov réznych velkosti vyjadrime graficky osobitne pre True Positives
(Obr. 6) aj False Positives (Obr. 7).

Z grafov vidime, Ze banka s velkostou 6 filtrov vykazovala nepochybne dobré diskriminaéné schopnosti
a v porovnani s bankou velkosti 8 filtrov sledujeme iba mierny narast False Positives (maximalne 4% v pripade
falosnych detekcii nosa). Pre dalsie testovanie sme vybrali banku filtrov s velkostou 8 (Filter Bank 8).

100
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— 20
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Obr. 6 True Positives pre banky filtrov s vel’kost’ou 16, 8, 6, 4 a 2 filtre.
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Obr. 7 False Positives pre banky filtrov s vel’kost’ou 16, 8, 6, 4 a 2 filtre.

Testovanie vykonnosti nasadenia Gaborovych filtrov na verifikacia kandidatskych oblasti prebiehalo na
kombinovane] databaze zlozenej zdatabdzy PAL, FERET azlInternetového vyhladavania. Ztabulky
sumarizujucej vysledky vyplyva, Zze nami navrhovany algoritmus ponuka vyrazné zmensenie poctu falosnych
detekcii (Tab. 2).

Tab. 2 Porovnanie vykonnosti testovanych metéd.

Metoda
. . Mod. alg. verifikovany
Parameter Beniak et al. (2008) Beniak et al. (2011) detekciou tvarovych &t
Test set 100 100 100
True Positives 82 98 98
False Positives 11 23 6

Testovanie vykonnosti s algoritmom (Dasan et al. (2015), ktory ma porovnatelnd struktdru, budeme
vykonavat na databaze obrazov CMU. KedZe algoritmy pouZivaji na vstupe odlisSny model farebnej
reprezentdcie, ich vzdjomné porovnanie bude mozZné iba po elimindcii vplyvu predspracovania na celkové
vysledky. Za tymto Ucelom vyberieme kandidatske regiony z databdzy CMU pomocou algoritmu Viola&Jones
(Viola and Jones, 2004). Takto vybraté kandidatske oblasti podrobime validacii pomocou detekcie tvarovych ¢t
ako sme to navrhli vyssie.

Porovnanie True Positives and False Positives parametrov uvadzame v tabulke Tab. 3.

Tab. 3 Porovnanie vykonnosti testovanych metod.

Metoda
Parameter Dasan et al. (2015) Mod. alg. gjﬂ:;zﬁré%tdetekciou
Detection Rate % 90,3 89,8
True Positives # 180 180
False Positives # 3 4

Z uvedeného porovnania vidime, Ze nami navrhovany postup dosahuje velmi dobré vysledky v rdmci
parametra Detection Rate a vyznacuje sa iba mierne vyssim poctom falosnych detekcii (FP). Nami navrhovany
algoritmus teda dosahuje vykonnostné parametre porovnatelné s algoritmom publikovanym v Dasan et al.
(2015). Takyto vysledok je pozoruhodny, nakolko algoritmus Dasan et. al (2015) pouZiva banku filtrov velkosti
40 filtrov. Nami navrhovany postup teda priniesol porovnatelné vykonnostné parametre pouZzitim banky filtrov
velkosti 8. Zvypoctového hladiska sme teda zredukovali pocdet spracovavanych priznakov o 80% pri
porovnatelnych vykonnostnych parametrov. Takato optimalizacia algoritmu predstavuje nepochybny prinos.
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5 Sumarizacia prinosov prace

51 Prinosy v teoretickej oblasti

= Teoretické poznatky zhromazidené v tejto praci ponukaju uceleny pohlad na problematiku
spracovania_obrazov ludskych tvari za ucelom detekcie tvari. Nielen prehlad pouzivanych
metdd, ale hlavne predstavenie zdkladnych ndstrojov na spracovanie obrazov tvari poskytuje
solidnu zdkladniu pre vedecké badanie v tejto oblasti.

=  Pri detekcii farby pokozky sme navrhli sp6sob kombinovaného vyhodnocovania jednotlivych
chrominanénych zloZiek pomocou 2D histogramu. Analyza poskytuje nastroj pre klasifikaciu
jednotlivych obrazovych bodov na zdklade kombinacie hodn6t chrominanénych zloziek.

=V teoretickej rovine sme navrhli postup ako efektivne vybrat optimalnu banku Gaborovych
filtrov pre detekciu &i lokalizaciu réznych typov textur. Navrhnuty postup bol navrhnuty pre
potreby lokalizacie tvarovych ¢rt, ale je mozné ho nasadit na detekciu lubovolnych textar.

= Potvrdili_ sme, 7e na opis textur sa daju velmi efektivhe vyuzit osobitne dve Statistické
charakteristiky — smerodajna odchylka a energia, ako parametre 2D signdlu, ktory reprezentuje
jasovu zlozku danej textury. Navrhnutd metdda analyzy Gaborovych filtrov z hladiska ich
informaéného potencialu pri detekcii konkrétnych typov textur predstavuje origindlny prinos
v danej oblasti.

= Definovanim parametra narastu informacného potencidlu (Informational Growth Parameter -
Gi(bw,0)) sme navrhli metriku, ako kritérium na vyber filtrov do banky filtrov pre Zelané
pouZzitie. Metdda vyberu filtrov do banky je mozné aplikovat pri detekcii lubovolnych textur.

= Navrhnuty algoritmus pre vyber optimalnej banky filtrov danej velkosti je dizajnovany ako
uplne automaticky, pricom su potrebné tri vstupy. Prvym je maximalna banka filtrov, z ktorej
budeme vyberat optimalnu banku. Druhym suU vzorky textliry na detekciu ktorej budeme
optimalnu banku filtrov navrhovat. Poslednym parametrom je zelana velkost optimalnej banky
filtrov. Algoritmus na zaklade tychto vstupov dokdaze najst optimalnu banku filtrov definovanu
parametrami jednotlivych filtrov.

5.2 Prinosy v praktickej oblasti

=V praktickom pohlade ponika praca komplexny algoritmus na detekciu tvari a lokalizaciu
tvarovych ¢rt, ktory vdaka svojej modularite dovoluje jeho nasadenie pri Sirokej skale aplikacii
od zarovnavania tvari do databazy aZ po detekciu Usmevu, hnevu ¢i inych emocionalnych
stavov.

= Aplikdcia implementovand v prostredi Matlab mdZe byt dalej modifikovana a jej jednotlivé ¢asti
mozu sluzit pre dalsi vyvoj.

= Navrhnuty postup detekcie farby pokozky pomocou 2D histogramu poskytuje zlepsenie
vykonnostnych parametrov detektora oproti pouZitiu nezavislych histogramov pre jednotlivé
chrominancné zlozky.

=V navrhovanej podobe je proces vyberu optimalnej banky filtrov moZzné realizovat ako uUplne
automaticky. Jedinou interakciu obsluhy je poskytnutie tréningovych vzoriek danej textury.

= Navrhnutym konceptom detekcie tvari a jej verifikacie na zaklade detekcie tvarovych ¢t sme
zlepsili vykonnostné parametre existujuceho algoritmu (Beniak et al. 2011).

Zhrnutie publikovanych prinosov a ich vzajomné prepojenie sumarizuje Obr. 8.
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Obr. 8 PrehPad navrhnutych rieSeni a ich vzajomnych vztahov
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6 Zhodnotenie

Ciefom nasej prace bolo poskytnut prehlad sucasného stavu problematiky detekcie tvari astym
suvisiacej problematiky detekcie tvarovych ¢ft. Z velkého mnozstva metéd a pristupov sme sa dalej zamerali na
detekciu tvare na zaklade farby pokozky a nasledné vyuzitie Gaborovych filtrov na detekciu tvarovych ¢rt.
Gaborove filtre sa daju pouZit na detekciu vSeobecnych textur, ale rovnako dobre poslizia na detekciu tvari
a Specificky tvarovych ¢rt, ktoré sa vyznacuju osobitou texturou.

Kombinaciou existujucich pristupov, ich prispésobenim a vylepSenim sme ziskali komplexny systém na
detekciu tvari atvarovych ¢ft. Na dosiahnutie tohto ciela sme wyuzili Sirokd skalu analytickych
a experimentélnych nastrojov, ktoré nam pomohli navrhnit optimalny systém z hladiska vykonnostnych
parametrov. Spomedzi pouzitych nastrojov pokladdme za najdolezitejSiu Statisticki analyzu. Okrem toho sme
vyuzili systémy strojového ucenia, ktoré tvoria jeden zo zakladnych ndstrojov kybernetiky.

Statistickym vyhodnotenim vlastnosti textur jednotlivych tvarovych &ft sme vytvorili metédu na vyber
vhodnej banky filtrov pre konkrétnu aplikaciu. Jednotlivé Statistické parametre sme nevyhodnocovali osobitne,
ale navrhli sme spdsob, ktorym sa daju jednotlivé veli¢iny popisujlce vlastnosti textir, skombinovat. Uvedena
metrika v sebe kombinuje smerodajnu odchylku a energiu signdlu. Vytvorenim parametra, ktory sme nazvali
parameter narastu informacného potencidlu (Informational Potential Growth Parameter - Gi(bw,8)) sme dostali
metriku, na zaklade ktorej sa daju velmi jednoducho vyberat filtre do banky filtrov pre zelané pouzitie a velkost
banky. Metdda vyberu filtrov do banky sa da pouzit nielen pre detekciu tvarovych ¢ft, ale aj pre detekciu
lubovolnych textur.

Na zaklade tohto parametra Gi sme schopni vybrat do banky filtre, ktoré nam pri naslednom spracovani
poskytni ¢o najviac informacii o uvazovanej textdre. Takymto spdsobom vieme vyrazne znizit pocet filtrov
v banke potrebnych na ziskanie potrebného mnozZstva informdcii pre dalSie spracovanie. Vykonané testovanie
to iba potvrdzuje. Dosiahli sme uspokojivé vysledky s pouzitim banky filtrov velkosti 8. V porovnani s metddami
Standardne pouZivajucimi banky filtrov velkosti 40 sme tak vyrazne zredukovali vypocétovi narocnost celého
procesu.

Navrhovany postup detekcie a lokalizacie tvarovych ¢ft sme otestovali a vyhodnotili jeho vykonnost
v zmysle poctu spravnych a falosnych detekcii pri pouziti bank filtrov r6znych velkosti.

Aby sme vsak dosiahli kvalitativne zlepSenie nami navrhnutého sp6sobu detekcie tvari, vytvorili sme
kombinovany pristup, ktory ponuka vysoké hodnoty korektnych detekcii ako aj velmi malé hodnoty poctu
falosnych detekcii. Toto zlepSenie sme dosiahli synergickym efektom dvoch pristupov: detektor tvari na zaklade
farby pokozky vyberie vacsinu kandidatskych regiénov, zatial co detektor tvarovych ¢ft ponukne validaciu
kandidatskych regidonov na zaklade pritomnosti tvarovych ¢rt.

Narast hodnoty poctu korektnych detekcii z 86% na 98% a k tomu pokles poctu faloSnych detekcii az na
hodnotu 6% ponuka velmi Ucinny nastroj na detekciu tvari v obrazoch.

Testovanie navrhnutého algoritmu a porovnanie vykonnosti s podobnym pristupom (Dasan et al., 2015)
prinieslo takisto sflubné vysledky. Porovnatelné hodnoty parametra Detection rate, ako aj nizke hodnoty
falosnych detekcii ukazuju, ze nami navrhnuty algoritmus dokaze konkurovat porovnatelnym pristupom.
Zasadny prinos predstavuje dosiahnutie vykonnostnych parametrov porovnatelnych s konkurenénym
algoritmom pri poutziti banky filtrov s velkostou iba 8 filtrov. To predstavuje pokles poctu spracovévanych
priznakov az o 80%.

Ako vidime z dosiahnutych vysledkov, kombindcia viacerych charakteristik obrazu tvare a synergicky
efekt viacerych detektorov, ktoré postupne validuju kandidatske oblasti v obraze, sa ukazuje ako cesta pre
dosiahnutie lepSich vysledkov detekcie. Navrhovany postup je z hladiska vykonnosti vyhovujici pre dany typ
obrazov. Jeho nasadenie pre lubovolny obrazovy set si vyZzaduje Uvodnu normalizaciu obrazov tvare. Potrebna
je normalizacia velkosti a natocenia tvari.
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Nakolko navrhovany detektor na zaklade farby pokozky je do velkej miery robustny vzhladom na
zmenu svetelnych podmienok, nie je potrebnd farebnd normalizdcia. Obmedzenie mé teda iba detektor
tvarovych ¢rt, ktory vyZaduje spravne natocenie tvare v obraze (priamy vzpriameny pohlad).

Samozrejme, Ze navrhnuty pristup ma viacero moznosti na zlepsenie jeho vykonnosti a vSestrannosti.
Prvym z nich je uz spomenutd normalizacia vstupnych obrazov, ktord umozni nasadenie pristupu pre lubovolné
mnoziny obrazov — obsahujice nielen vzpriamené obrazy tvari.

Isté zlepSenie vykonnosti mdze priniest SirSia mnozina vzoriek tvarovych ¢ft pouZitd pre ucenie
neurdnove;j siete. Ba ¢o viac, aj samotny druh pouzitej neurénovej siete by podla méjho nazoru dokazal zlepsit
uspesnost lokalizacie tvarovych ¢ft. Pouzity viacvrstvovym perceptrdn je jednoduchy z hladiska implementacie,
avsak neponuka moznost paralelizacie.

Na zaver mdzeme konstatovat, ze ciele, ktoré sme si stanovili na zaciatku nasho vyskumu, sme splinili
v plnom rozsahu. Ponukli sme uceleny obraz o problematike detekcie tvari a tvarovych ¢rt, poskytli sme prehlad
metdd a prehladne sme spracovali metodiku nasho skimania. Testovanie vykonnosti poskytlo uspokojivé
vysledky. Nase skimanie a jeho vystupy boli ponuknuté vedeckej komunite v rdmci publikicie Beniak et al.
(2015). Ponuknuté spoOsoby zlepsenia vykonnosti ¢i robustnosti algoritmu davaju priestor pre dalsi vyskum
v tejto oblasti.
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